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Résuḿe : Nous travaillonsà la conception d’agents devant faire face simul-
tańementà plusieurs objectifs, ce qui s’avère difficile, m̂eme si chaque objec-
tif est de faible complexit́e. Le pŕesent article emploie un processus de sélection
d’action existant, baśe sur des comportements de base (architecture modulaire).
Nous y proposons un algorithme de recherche des comportements de base requis
via un apprentissage par renforcement incrémental. Cela m̀eneà une architecture
très autonome, ne nécessitant que peu de réglages.

Mots-clés: Processus de décision markoviens, apprentissage par renforcement, mo-
tivations multiples

1 Introduction

La śelection d’action pose le problème tr̀es ǵeńeral de choisir l’actioǹa accomplir
faceà différents buts parallèles qui peuvent̂etre h́et́erog̀enes et m̂eme conflictuels. Si
leséthologues ont́etudíe ce probl̀eme en profondeur, leurs modèles s’av̀erent difficiles
à impĺementer, comme l’explique (Tyrrell, 1993). Un grand nombre de modèles mis
en œuvréevaluent la qualit́e d’une action par rapport aux divers buts de haut-niveau, se
basant sur une somme pondéŕee de diverses quantités. Pouŕeviter la t̂ache laborieuse de
régler manuellement un grand nombre de paramètres associésà ce processus de pesée
et de śelection d’actions, diverses approches d’apprentissage par renforcementont ét́e
étudíees (voir (Lin., 1992), (Humphrys, 1996) par exemple).

Suivant les principes de (Humphrys, 1996), nous employons une architecture dans
laquelle un agent connaı̂t diff érents comportements de bas niveau (que nous appel-
lons comportements de base) et doit choisir une action d’après l’utilité que lui as-
socient ces comportements de base. Les travaux préćedents dans ce domaine se sont
concentŕes sur la śelection de cette action, c’est-à-dire comment combiner diverses
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quantit́es repŕesentant les préférences marqúees par les comportements de base as-
socíes. Alors que ces travaux proposent de fournirà l’agent des comportements définis
manuellement, notre objectif est que l’agent puisse définir de lui-m̂emeles compor-
tements de base dont il a besoin pour prendre de bonnes décisions. Pour cela, nous
sugǵerons de donner̀a l’agent les moyens d’apprendre, de zéro, ces comportements.
Ceci signifie non seulement apprendreà accomplir une t̂ache donńee, mais aussidéter-
miner quelles t̂aches apprendre.

Ce type d’apprentissage est rendu possible dans le cadre géńeral de l’apprentissage
par renforcement grâceà un nouveau ḿecanisme de sélection d’action (d́ecrit plus en
détails dans (Buffetet al., 2003)) qui permet̀a un agent de combiner de manière adapta-
tive des comportements de base en un comportement complexe efficace. Nous montrons
que ce m̂eme ḿecanisme peut̂etre utiliśe par l’agent pouŕetablir si le nouveau com-
portement appris, plus complexe, mérite d’̂etre emploýe comme unnouveau comporte-
ment de base dans le processus de sélection d’action futur. Ainsi, sans connaissances
préalables, notre agent fait croı̂tre de manìere incŕementale son propreensemblede
comportements de base répondant̀a ses besoins et buts.

1.1 Objectifs

Soulignons quelques motivations pour qu’un agent apprenne de lui-même les com-
portements de base qu’il requiert :

– Rappelons d’abord que la sélection d’action s’attaquèa des t̂aches complexes im-
pliquant des buts parallèles, h́et́erog̀enes et parfois concurrents.

– Une ḿethode pour choisir des comportements de base permettrait de complêter
voire remplacer des choix intuitifs de ces comportements.

– L’apprentissage facilite la conception de l’agent (moins de long réglages manuels
de param̀etres) et accroit grandement son autonomie, puisqu’il peut apprendre ses
propres comportements de base.

1.2 Notre cadre de śelection d’action

Les bases de notre architecture de sélection d’action doivent̂etre claires :
– L’agent ne connâıt pas de mod̀ele de la dynamique de son environnement et ne

l’observe que partiellement. Les buts de l’agent sont représent́es par un signal de
récompense scalaire dépendant de l’action et de l’état de l’agent.

– L’agent a un ensemble de comportements de base, chacun devant répondreà un
but/une motivation simple.

– Dans une situation donnée (perception + choix d’un objectif), l’agent utilise l’in-
formation (principalement l’utilit́e des actions) de ses divers comportements de
base pour d́ecider de l’actioǹa effectuer.

– Le processus de sélection d’action est de type “flux-libre”, comme décrit par (Tyr-
rell, 1993) : l’action choisie peut̂etre diff́erente des actions recommandées par les
comportements de base. L’agent est capable de combiner les comportements en
unenouvelleaction.
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1.3 Exemple

Pour illustrer notre approche et tester nos algorithmes, nous emploierons le clas-
sique probl̀eme du monde des tuiles (voir (Joslinet al., 1993)). Dans celui-ci, tel que
repŕesent́e sur la figure 1, l’agent doit pousser des tuiles dans des trous tout enévitant
d’y tomber lui-m̂eme. Intuitivement, il faut pour cela deux comportements de base :
pousser des tuiles dans des trous, etéviter des trous.

Avec notre algorithme d’apprentissage, un agent devrait apprendre seul quels com-
portements de base sont réellements utiles pour résoudre cette tâche complexe.

O2

O1

O3

agent

trou tuiles

FIG. 1 – Une sc̀ene avec quelques ob-
jets : la t̂ache globale est une combinai-
son de sous-tâches

O2 O3

O2

O1

O2

+

+

évite trou

pousse tuile

pousse tuile

1.4 Organisation de l’article

Pour pŕesenter notre algorithme de définition automatique de comportements de base,
nous introduirons d’abord la notion de comportement de base (section 2). Ensuite la
section 3 explique comment des comportements de base sont combinés en de nou-
veaux comportements, ces derniersétant des nouveaux comportements de base poten-
tiels. Le processus d’apprentissage d’un ensemble de comportements de base lui-même
est pŕesent́e dans la section 4, expériment́e et analyśe en section 5. Une discussion sur
notre algorithme et quelques travaux futurs conclut cet article.

2 Préliminaires

Nous allons voir ici que noscomportements de basesont chacun guid́es par unemo-
tivation. Cette section d́ecrit donc ce qu’est une motivation, comment apprendre un
comportement, ce que sont les comportements de base, et enfin comment les utiliser.

2.1 Motivation li éeà un comportement

Un premier aspect d’une motivation est de savoir quels sont les bons ou mauvais
résultats que l’agent devrait essayer d’atteindre ou d’éviter. Pour cela, on va choisir un
sous-ensemble parmi l’ensemble des signaux de récompenséelémentaires disponibles
(deux dans le cas du monde des tuiles : un pour pousser des tuiles dans des trous et
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un pouréviter des trous). Toutefois, la notion de motivation ne peut se réduireà une
telle ŕemuńeration. Il faut aussi préciser les types des objetsà prendre en compte (ces
typesétant instancíes dans un monde donné). Si l’agent ne vise qu’à pousser des tuiles
dans des trous, il peut̂etre int́eressant pour lui de considérer un trou et deux tuiles
simultańement, sans quoi l’une des deux tuiles peut devenir un obstacle non-perçu.

Dans le pŕesent article, une motivation est ainsi décrite par 1- un sous-ensemble de
fonctions de ŕecompenséelémentaires et 2- un uplet de types d’objets pris en compte
(appeĺe “type de configuration”), ce qui est représent́e sur la figure 2. Cette motivation
va guider des approches d’apprentissage par renforcement.

récompense positive
(pousse tuile dans trou)

type de
configuration
(1 trou, 2 tuiles)

+

FIG. 2 – Une repŕesentation sch́ematique d’une motivation pour 1 trou, 2 tuiles et une
récompense positive (+) quand une tuile est poussée dans un trou.

2.2 Notre cadre d’apprentissage par renforcement

Le cadre ǵeńeral de l’apprentissage par renforcement (A/R) est le suivant (voir (Sut-
tonet al., 1998)). Un agent perçoit son environnement, décide d’une action pour modi-
fier cet environnement, et reçoit en réponse un signal de renforcement. N’utilisant que
ce signal (une ŕecompense scalaire) et sans information sur la dynamique de l’environ-
nement, divers algorithmes (tels que leQ-learning (Watkins, 1989), TD(λ) (Tesauro,
1992)) permettent̀a l’agent d’apprendre automatiquement un comportement (appelé ici
politique) pour optimiser la récompense au cours du temps.

Plus formellement, l’A/R peut̂etre expriḿe à travers les processus de décision mar-
koviens (MDP) (Puterman, 1994). Des politiques déterministes sont alors parmi les
solutions optimales. Formellement, une politiqueπ est une fonction qui,̀a chaquéetat
s du syst̀eme, associe une action optimalea. Une fonction d’utilit́e évaluant la “qualit́e”
d’une action est souvent associée avec une politique, et notéeQ(s, a).

Dans notre cadre, nous sommes confrontés à une limitation cruciale du cas idéal
des MDPs. Notre agent ne percevant son environnement que partiellement, il ne peut
connâıtre l’état complet du système. Facèa un processus non-markovien, on fait donc
une recherche dans l’espace des politiques stochastiques, lesquelles fournissent des pro-
babilités de choix des actions depuis un certainétat (voir (Singhet al., 1994)). Pour un
comportement de base donné choisi, une telle politique peutêtre apprise en employant
par exemple un algorithme de descente de gradient (Baxter & Bartlett, 2001; Baxter
et al., 2001).

2.3 Comportements de base

Pour une motivation donnée, tout algorithme d’A/R adapté aux observations partielles
peutêtre utiliśe. Il n’est requis que : 1- de définir une fonction de ŕecompense “guide”
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comme la somme de fonctions de récompenseśelémentaires śelectionńees, et 2- de
construire la perception basée sur les observations des objets (objets correspondants
au type de configuration). Le premier résultat obtenu est une politique stochastique.
Néanmoins, il faudra emmagasiner d’autres informations pour faire usage de ce “com-
portement” : le type de configuration serviraà trouver les objets adéquats dans l’envi-
ronnement, et la fonction d’utilitéQ aideraà peser l’importance du comportement.

Un comportementb est ainsi d́efini par un uplet〈CT
b , Pb, Qb〉, où :

1. CT
b est le type de configuration : l’uplet des types d’objets impliqués dans le

comportement.

2. Pb(a|o(c)) est la politique de d́ecision stochastique. A toute observation d’une
configuration, elle associe une distribution de probabilité sur les actions.

3. Qb(o(c), a) est laQ-table de cette politique, donnant l’espérance de ŕecompense
décompt́ee d’une paire (observation, action).

Un tel comportement répondà une motivation donńee. Mais notre objectif est de trou-
ver un ensemble de comportements qui puissentêtre combińes ensemble pour prendre
une d́ecision. Ces comportements sélectionńes sont nomḿescomportements de base
(bb)1 et constituent un ensemble notéB. Avant de voir comment choisir cet ensemble,
la prochaine section présente le processus de sélection d’action utiliśe.

2.4 Combiner des comportements de base

La prise de d́ecision consiste en deuxétapes. D’abord, l’agent doit identifier les en-
sembles d’objets d́eclenchant des comportements de base. Ensuite, les décisions sto-
chastiques correspondantes sont combinées en une seule faisant un compromis.

La figure 1 illustre ce processus avec seulement deuxbb intuitifs : 1- bp qui consid̀ere
une tuile et un trou, et la récompense pour pousser une tuile dans un trou, et 2-be qui
consid̀ere un trou, et la ŕecompense pour tomber dans un trou.

On a alors deux raisons pour utiliserbp : les “configurations” (uplets d’objets)cfg1 =
〈O1, O2〉 et cfg2 = 〈O3, O2〉, et une raison pour utiliserbe : la configurationcfg3 =
〈O2〉. A chaque paire(bb, cfg) est associée une distribution de probabilité sur les ac-
tions et lesQ-valeurs associées, tout celáetant emploýe pour calculer une distribution
de probabilit́e finaleà appliquer, comme montré sur la figure 3.

(bp, cfg1)

(bp, cfg2)

(be, cfgk)

Pbp
(·|o(cfg1)), Qbp

...

Pbp
(·|o(cfg2)), Qbp

...

Pbe
(·|o(cfgk)), Qbe

...

...

C
o
m

b
in

a
iso

n

Politique immédiate

FIG. 3 – Comment obtenir une distribution de probabilité sur les actions avec les trois
paires(bb, cfg) identifiées.

1bb est l’acronyme de “basic behavior”.
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Note : Les lecteurs intéresśes trouverons plus de détails sur la combinaison de com-
portements en annexe, section A.1.

3 Comment d́etecter un nouveaucomportement de base

En quelques mots, la construction d’un nouveau comportement de baseà partir d’un
ensemble existant debb repose sur troiśetapes : apprendre le meilleur comportement
combińe pour une motivation donnée, essayer d’aḿeliorer ce comportement et décider
s’il sera alors utiliśe comme un nouveau comportement de base.

3.1 Apprendre une combinaison de comportements de base

Etant donńe un ensemble de comportements de baseB = {bb1, · · · , bbn}, un al-
gorithme d́ecrit dans (Buffetet al., 2003) permet de produire une fonction de combi-
naison efficace de ces comportements. Cette combinaison est basée sur une fonction
paraḿetŕee des politiques dans laquelle les paramètres sont appris̀a l’aide d’un algo-
rithme de recuit simulé. Le comportement résultant de ce processus d’apprentissage est
un comportement combiné : cb = F(B,Θ) où Θ = (θ1, · · · , θn) est un vecteur de pa-
ramètres appris de la taille deB. La section A.1 dans les annexes donne plus de détails
sur l’algorithme de combinaison.

3.2 Amélioration

Une descente de gradient “par renforcement” (Baxteret al., 2001) permet d’aḿeliorer
la politique du comportement combiné cb ainsi obtenu, m̂eme dans une cadre d’A/R
non-markovien tel que le nôtre. De la nouvelle politique ainsi obtenue, nous pouvons
dériver un nouveau comportement (noténb) avec la motivation et la qualité assocíees.

3.3 Nouveau comportement de base

La question qui se pose maintenant est de savoir si l’utilisation denb comme compor-
tement de base dans le mécanisme de sélection d’action aḿeliorerait le comportement
global de l’agent. Cette décision est baśee sur une comparaison heuristique entre la
qualit́e du comportement combiné et celle du nouveau comportement. L’hypothèse sui-
vie est que, si un comportement combiné est nettement aḿelioré par apprentissage, le
nouveau comportement obtenu apporte de nouvelles connaissances utiles.

Si on appelle (Vcb) la qualit́e du comportement combiné et (Vnb) la qualit́e du nouveau
comportement, le nouveau comportement est choisi comme nouveau comportement de
base (et ajouté à l’ensembleB) si :

– |Vcb − Vnb| > σs (pouréviter des erreurs duesà des estimations proches) et,
– soit((Vcb < 0) and(Vnb < σ− ∗ Vcb)) (faible aḿelioration d’un ŕesultat ńegatif)
– soit((Vcb ≥ 0) and(Vnb > σ+ ∗ Vcb)) (amélioration majeure d’un résultat positif).
Ce crit̀ere d́epend de trois param̀etres qui ont une grande influence sur l’algorithme

géńeral, comme d́etaillé en section 4. Dans nos expérimentations, ils ont́et́e ŕegĺes
manuellement. Un travail important serait de tester leur validité sur d’autres t̂aches.
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4 Algorithme plus détaillé

On cherche icìa automatiser le choix des comportements de base. Comme expliqué
en section A, c’est une question majeure puisque la sélection intuitive de comporte-
ments de base “minimalistes” n’est pas suffisante. De plus, cetteétape est requise pour
avoir un agent ŕeellement autonome.

4.1 Principe

Nous proposons de construire incrémentalement un ensemble de comportements de
base. Dans ce but, partant d’un ensemble vide, on y ajoute progressivement des compor-
tements de plus en plus complexes, en utilisant lesbb déjà śelectionńes pour concevoir
les nouveaux. Ceci conduità construire un ensemble debb de complexit́e croissante.
Or la d́efinition de la motivation d’un comportement (voir section 2.1) implique que la
“complexit́e” d’un comportement vient de deux sources : la taille du type de configura-
tion, et la combinaison de fonctions de récompenséelémentaires.

Pour ŕesumer les principes adoptés, un nouveau type de configurationétant choisi, les
comportements correspondants aux possibles combinaisons de récompense sont appris
et test́es pour d́eterminer leur int́er̂et. La figure 4 illustre la progression selon les types de
configuration : la complexité crôıt quand on decend dans l’arbre. Utilisant le processus
décrit en section 3.3 pour sélectionner un nouveau comportement de base, la section
suivante explique l’algorithme de croissance de l’arbre.

4.2 Croissance de l’arbre

On construit un arbre d’explorationde comportements de complexité croissante se-
lon le nombre d’objets. Chaque nœud de l’arbre est lié à un type de configuration et
est en fait un court sous-arbre des combinaisons de récompense possibles. A l’aide
d’un parcours en largeur d’abord, on calcule le meilleur comportement pour chaque
nœud, sur la base d’une combinaison desbb plus anciens (comme expliqué en section
4.1). Chaque nouveau comportementnb est compaŕe à la combinaison correspondante
cb (critère pŕesent́e en section 3.3) pour déterminer s’il doitêtre ajout́e à l’ensemble
des comportements de base, l’arbreétant alors d́evelopṕe à ce nœud par de nouveaux
comportements̀a explorer.

Revenant̀a l’exemple de la figure 4, l’arbre suit des types de configurations de plus
en plus complexes, età chacun d’eux correspond un sous-arbre des combinaisons de
récompenses possibles (“−” (respectivement “+”) pour la ŕecompense ńegative pour
l’ évitement de trou (resp. la récompense positive pour pousser une tuile dans un trou),
et “+−” qui combine les deux).

4.3 Algorithme

Avant de le tester, voyons une définition formelle de notre ḿethodeà travers l’algo-
rithme 1. Parmi les données requises par cet algorithme, on a :

– dmax : Comme une croissance sans fin de l’arbre est possible, ce paramètre limite
la profondeur de l’arbre.
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– d : Les fils imḿediats d’un nouveaubb ne sont pas les seuls dignes d’intér̂et
pour des explorations futures. Ainsi, ce second paramètre d́efinit la profondeur de
développement d’un nœud (voir laprofondeur de frangede (McCallum, 1995)).

– Critere(·, ·) : critère d’́evaluation des nouveaux comportements (section 3.3).

Algorithme 1 Un arbre croissant de comportements de base

Entr ées: Critere(·, ·) : pourévaluer les nouveaux comportements.
dmax : profondeur maximale de l’arbre.d : profondeur des sous-arbres dévelopṕes.

1: T arbre vide.B ensemble vide.
2: Ajouter àT tous les comportements ayant de0 àd types d’objets.
3: pour tout Comportementb encorèa visiter (jusqu’̀a la profondeurdmax) faire
4: Adapter la combinaison desbb courants deB :

Vcb ← efficacit́e de ce comportement combiné cb.
5: Apprendreb par une recherche directe de politique (initialisée parcb) :

Vnb ← efficacit́e de ce nouveau comportementnb.
6: si Critere(Vcb, Vnb) = vrai alors
7: Ajouter àT les fils deb ayant jusqu’̀ad types d’objets en plus.
8: Marquerb comme[basique] . L’ajouter àB.
9: fin si

10: Marquerb comme[visit é] .
11: fin pour
Sorties: Un ensembleB de comportements de base retenus.

5 Expérimentations

5.1 Application au monde des tuiles

Description du problème -Le monde des tuiles est un domaine quadrillé dans lequel
une case peut contenir un trou, une tuile ou un agent. L’agent (un seul est considéŕe)
doit pousser des tuiles dans des trous aussi souvent que possible, etévite de passer lui-
même dans ces trous. Pour détailler la simulation, l’agent peut aller librement dans un
trou (et en sortir), mais recevra alors une récompense ńegative. De plus, quand une tuile
est pousśee dans un trou, tuile et trou disparaissent pour réapparâıtre autre part sur la
grille. Enfin, pouréviter quelques situations bloquantes, trous et tuiles ne peuventêtre
sur des cases du bord de la grille.

Comme les exemples préćedents le montrent (figure 1), une simple décomposition du
probl̀eme en comportements de base peutêtre faite intuitivement : 1-[ éviter trou]
(be, 〈trou〉) et 2- [pousser tuile dans trou] (bp, 〈tuile, trou〉). Ils seront
utilisées comme ŕeférence pour notre géńeration d’un ensemble debb (not́eBref ).

Perceptions, actions et ŕecompenses de l’agent -L’agent voit toujours tous les ob-
jets de l’environnement. Le principe de localité n’en est pas moins respecté, du fait des
perceptions impŕecises. Pour tout objetO de la sc̀ene, la perceptiondeO par l’agent
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donne :direction(O) (donne la direction de l’objet(N-NE-E-SE-S-SO-O-NO) ) et
proche(O) (dit si l’objet est sur le carré de 9 cases centré sur l’agent(vrai/faux) ).

Les seules actionspossibles pour un agent sont de se déplacer d’une case vers le
nord, le sud, l’est ou l’ouest (il ne peut demanderà rester sur une case). Et pour finir, la
récompensedonńee est+1 quand une tuile tombe dans un trou,−3 quand l’agent passe
dans un trou, et0 dans tout autre cas.

Revenant̀a la figure 1, les perceptions des 3 objets sont ici :
O1 : proche(O1) = faux, direction(O1) = O
O2 : proche(O2) = faux, direction(O2) = O
O3 : proche(O3) = vrai, direction(O3) = S

Paramètres - Les param̀etres apparaissant dans la description de l’algorithme 1 de
croissance d’arbre (y compris le critère de la section 3.3) ontét́e ŕegĺes manuellement,
et d́efinis comme suit :σs = 500 σ− = 0, 9 σ+ = 2 dmax = 4 d = 1

Méthodologie -Les exṕerimentations conduites prennent deux directions : 1- appli-
quer l’algorithme de croissance d’arbre pour produire un ensemble de comportements
de baseBarbre (dans une grille6 × 6) et 2- tester son efficacité dans diverses situa-
tions plus complexes (dans une grille8 × 8). Les tests conduits dans cette seconde
phase consistentà employer la combinaison desbb résultants avec différents nombres
de tuiles et de trous (jusqu’à cinq de chaque). La comparaison est alors faite avec les
deuxbb “intuitifs” de référence (voir section 5.1). L’efficacité d’une combinaison est
mesuŕeeà travers le gain total reçu pendant100 000 pas de simulation.

5.2 Analyse

Croissance de l’arbre -Observons d’abord l’algorithme de croissance d’arbre : la
figure 4 montre l’arbre des comportementsévalúes qui áet́e d́evelopṕe. Les signes mis
entre parenth̀eses indiquent que le comportement lié à ce type de ŕecompense et au type
de configuration correspondant aét́e retenu comme comportement de base. Les trois
bb ainsi obtenus (ensembleBarbre) correspondent aux deuxbb intuitifs (deBref ) avec
le comportement [1-trou/2-tuiles avec ŕecompense “+”] “spécialiśe” dans la ŕesolution
d’un blocage (montŕe figure 7 b)). L’arbre ǵeńeŕe semble satisfaisant puisqu’ajouter le
comportement “sṕecialiśe” répondà une situation de blocage typique.

Pourtant, le comportement [2-trous/1-tuile, récompense “+”] qui r ésoud un autre blo-
cage (figure 7 a) en annexe) n’est pas ajouté à l’ensemble des comportements de base.
En fait, l’amélioration des performances qu’il aurait amené ne satisfait pas le critère
(Vnb ' 1, 5 ∗ Vcb < 2 ∗ Vcb), ce qui explique qu’il soit abandonné. Si l’on utilise un
critère “plus souple” (σ+ = 1,3), les deuxbb sṕecialiśes sont inclus dansB, ainsi que
4 autres plus complexes. Cela amène des difficult́es, le processus d’apprentissage de
combinaisońetant plus complexe et sujetà tomber dans des optima locaux, même si
chacun de ces comportements répondà une situation sṕecifique int́eressante.

Efficacité de l’arbre - Les figures 5 a) et b) présentent l’efficacit́e des deux ensembles
de comportements de base :Bref etBarbre, pour pouvoir comparer le second (géńeŕe
automatiquement par notre algorithme) avec le premier (conçuà la main). Les axesx
et y du plan horizontal indiquent le nombre de trous et de tuiles dans les situations



CAp 2004

+
+−
−

+−
(−)+ +

+−
−

+−
−

(+)

+−
−

(+)+
+−
−

+
+−
−

+
+−
−

+
+−
−0

les trois
bb gardés

tuile

trou

sous−arbre de récompenses

type de configuration

FIG. 4 – L’arbre des comportements testés et (entre parenthèses) ceux qui ontét́e gard́es.
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FIG. 5 – Efficacit́e de la combinaison
dans des situations plus complexes avec
diff érentes ensembles de comportements de
base.
Note : c) Tests identiques, mais avecB′arbre

= Barbre + le comportement de base [2-
trous/1-tuile avec la ŕecompense “+”].
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FIG. 6 – Comparaison des efficacités deBref etBarbre avec un trou et plusieurs tuiles.

évalúees (le nombre d’objets̀a ǵerer a contraint̀a étendre la grillèa une taille de8× 8).
Sur l’axez est mesuŕee l’efficacit́e dans chaque situation (note : le tableau 1 présente
aussi des valeurs numériques pour certains points).

A premìere vue, les deux surfaces sont assez similaires, avec un pic commun dans la
situation1-tuile/1-trou (̀a laquelle unbb “pousser” est d́edíe). Une aḿelioration impor-
tante (+30%) peutêtre observ́ee pour2-tuiles/1-trou, ce quíetait attendu puisqueBref

andBarbre ne diffèrent que par le comportement gérant la motivation “pousser” cor-
respondante. Toutefois, cette amélioration persiste avec un nombre croissant de tuilesà
pousser (ŕesultats multiplíes par2) selon l’axe des tuiles (voir figure 6).

Consid́erant un nombre croissant de trous, les résultats de la figure 5 b) sont tou-
jours plus proches de la surface de référence. Les variations sont partiellement dues
à l’estimation de l’efficacit́e, et on a vu qu’un problème líe au crit̀ere emp̂eche les
améliorations dans ces casà deux trous et plus.

Observation d’un crit ère plus souple -La figure 5 c) montre les résultats obtenus
avec le crit̀ere plus souple que nous avons déjà mentionńe (Vnb > 1,3 ∗ Vcb) et une
profondeur maximale de l’arbredmax = 3. Ici, le comportement du nœud [2-trous/1-
tuile avec ŕecompense “+”] est maintenant retenu dans l’ensembleB. Cela produit sur
l’axe des trous un gain similairèa celui observ́e auparavant sur l’axe des tuiles. Avec ce
dernier ensembleB′arbre, l’agent peut m̂eme b́eńeficier des deux aḿeliorations simul-
tańement, comme le montre le tableau 1. Ce même tableau illustre le fait qu’avoir des
bb inutiles am̀eneà une ĺeg̀ere perte d’efficacit́e (voirBarbre dans les cas 2/1 ou 2/2, ou
B′arbre dans le cas 1/2).



CAp 2004

#trous/#tuiles Bref Barbre B′arbre

1 / 2 3648,3 4747,5 4680,5
2 / 1 4137,8 4089,6 5660,8
2 / 2 3142,3 2807,5 3673,4
2 / 3 2369,6 2873,9 3356,4
3 / 2 2468,3 2190,3 3007,7

TAB . 1 – Comparaison
des efficacit́es des trois
ensembles. Avec plus
de cinq objets, le gain
devient plus difficile à
appŕecier.

6 Discussion, travaux similaires

Si l’on revient aux motivations de notre travail, le but principal de la sélection d’action
(être capable de faire faceà de multiples t̂aches) áet́e atteint. Rappelons que les outils
d’apprentissage par renforcement classiques ne s’avèrent pas capables de gérer plus
d’une tuile et un trou simultańement (exṕerimentations dans (Buffetet al., 2002)). Un
agent utilisant l’A/R classique ne réussi qu’̀a éviter de tomber dans les trous. Mesurer
l’efficacité comme sur la figure 5 produirait un pic similaire pour une tuile et un trou,
le reste de la surface gisant avec un gain nul. Avec notre méthode, l’agent reste capable
de se comporter correctement avec jusqu’à 5 trous et 5 tuiles. Evidemment, il y a un
compromisà trouver entre un nombre réduit de comportements de base (apprentissage
plus rapide) et des performancesélev́ees.

Le résultat de notre algorithme dépend toujours de paramètres et en particulier d’un
critère heuristique. Les paramètres sont líesà l’exploration et̀a la croissance de l’arbre
de comportements. Comme vu en section 5, l’influence du critère peut̂etre d́ecisive.
Si l’on conserve ce type de critère, un processus plus intelligent serait d’adapter les
param̀etresσ pour partir d’un crit̀ere souple et le voir se contraindre quand le nombre
de comportements de base croı̂t. Ainsi, de nouveaux comportements ne seraient ajoutés
que s’ils ont ŕeellement un apport en terme de performances. Bien entendu, il faudrait
chercher un crit̀ere plus pertinent et une façon d’automatiser le réglage des param̀etres.

Il serait int́eressant de tester et comparer nos travaux sur des projets similaires. Des es-
sais sont actuellement conduits sur le “house environment” conçu et utilisé dans (Hum-
phrys, 1996). C’est un problème plus simple parce qu’il n’y a pas besoin de plusieurs
instances du m̂eme comportement de base, mais en même temps plus complexeà cause
du facteur de branchementélev́e dans l’arbre d’exploration (dû à de nombreux types de
récompenses (14) et d’objets (8)). De premiers ŕesultats montrent que les premiers com-
portements de base appris sont différents desbb définis manuellement par Humphrys,
mais nous n’avons pas les résultats complets pour comparer les performances globales
des deux approches.

Plus proche de notre travail, (Digney, 1998) propose un algorithme deQ-learning
hiérarchique complêtement automatisé qui apprend̀a cŕeer et structurer des “sous-
modules” pour ŕesoudre un problème multi-t̂aches. Une diff́erence majeure avec notre
travail est la perception, ici parfaite, de l’environnement. LesQ-modules appris̀a l’aide
de l’algorithme de Digney semblent plus fortement liés au type de tâches trait́ees, et
il n’est pas clair qu’ils puissent̂etre ŕeutilisés dans des situations très diff́erentes. En
outre, son approche de la sélection d’action n’est pas extensible : si de nombreuses
sous-t̂aches sont similaires, Digney doit apprendre autant deQ-modules l̀a òu notre al-
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gorithme n’aurait besoin que d’un comportement de base. D’un autre côté, le travail
de Digney apparaı̂t plus automatiśe (moins d́ependant de réglages de param̀etres) mais
toujours restreint̀a des t̂aches simples.

En fait, dans notre travail, apprendreà la fois des comportements de base et com-
ment les combiner a permis d’accroı̂tre l’autonomie de l’agent. Evidemment, la main
de l’homme est toujours requise, en particulier pour indiquer les différents types d’ob-
jets et de ŕecompenses liésà l’environnement. C’est aussi le cas dans (Digney, 1998), et
semble ińevitable du point de vue de (Urzelaiet al., 1998). Les travaux de ces derniers
visent pŕeciśementà trouver le justéequilibre entre conception manuelle et apprentis-
sage artificiel pour concevoir efficacement des agents autonomes. Ils argumentent que
l’humain est plus efficace pour définir des comportements de base, même s’ils sont
grossiers et raffińes ult́erieurement par l’agent. Notre travail, comme ceux de (Digney,
1998) voire de (Nehmzowet al., 1993), semblent réduire la t̂ache du concepteur hu-
main : il n’a à fournir que des types de récompenses et de perceptions. Enfin, de telles
approches sont̀a rapprocher du d́eveloppement cognitif (Weng, 2002).

Pour toujours consid́erer des aspects pratiques, notre approche requiert le passage
par un environnement simulé, de manìere à pouvoir conduire des expérimentations
contr̂olées. Dans une application sur un problème du monde réel, cela impliquerait de
concevoir une telle simulation, par exemple en apprenant un modèle de l’environne-
ment. Cela am̀eneà un autre problème important de l’apprentissage artificiel, mais peut
s’avérer plus ŕealiste qu’une simple approche par essais et erreurs dans un monde réel.

7 Conclusion

Notre contribution - Nous avons pŕesent́e notre travail sur la conception de com-
portements complexes pour des agents autonomes. Ce travail se situe dans un cadre
de śelection d’action òu un comportement complexe est la combinaison de compor-
tements simples. Notre contribution principale concerne la conception automatique
d’un ensemble de comportements de base qui servirontà l’algorithme de combinaison.
Cette t̂ache est essentielleà la ŕealisation de comportements complexes et est aussi une
premìereétape vers un ḿeta-apprentissage : d’une certaine manière, l’agent est capable
de śelectionner les capacités dont il a besoin.

L’agent n’a besoin que des signaux de renforcement et des types d’objets présents
dans l’environnement pour définir de manìere incŕementale des comportements de plus
en plus complexes. La valeur ajoutée d’un nouveau comportement est utilisée pour
déterminer s’il sera ajouté à l’ensemble des comportements de base de l’agent, de
manìereà servirà l’avenir pourélaborer des comportements plus complexes. Ce pro-
cessus it́eratif se termine quand il n’y a plus de comportementsà ajouter.

Validation - Notre algorithme áet́e test́e sur le probl̀eme du monde des tuiles. Il a
fourni de bons ŕesultats puisqu’il áet́e capable de proposer un ensemble de compor-
tements plus complet que l’ensemble intuitif construità la main. De plus, il faut noter
que les probl̀emes difficiles auxquels il áet́e confront́e ne pourraient̂etre ŕesolu par de
l’A/R classique.

Travaux futurs - Un certain nombre d’aḿeliorations et de problèmes ouverts res-
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tent en suspend. Il est très important de travailler̀a un meilleur crit̀ere de śelection des
comportements “pertinents”, le critère actueĺetant une heuristique simple. Tester nos al-
gorithmes sur d’autres problèmes est aussi nécessaire pour déterminer plus pŕeciśement
ses capacités et mieux comprendre l’influence des quelques paramètres de l’algorithme
qui sont toujours ŕegĺes manuellement. Enfin, comme l’efficacité de l’algorithme de
combinaison peut̂etre affect́e par la taille de l’ensemble des comportements de base, ce
processus de combinaison mériterait d’̂etre encoréetudíe et aḿelioré.

Une perspective très int́eressante serait que l’agent définisse de lui m̂eme desabs-
tractions d’objets. Pour l’instant, les types d’objets dans l’environnement sont fournis
à l’agent par un concepteur humain, mais nous pensons que la sélection de compor-
tement pourrait servir̀a cat́egoriser automatiquement les objets en classes (telles que
“obstacles”, “but”, “̀a bouger”, etc). Ce serait une nouvelleétape vers un vrai ḿeta-
apprentissage et une plus grande autonomie des agents.
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A Annexes

Nous pŕesentons ici brìevement le ḿecanisme de sélection d’action (apprentissage
et combinaison de comportements) utilisé dans nos travaux. Une présentation plus
détaillée peut̂etre trouv́ee dans (Buffetet al., 2002).

A.1 Décomposition de la sc̀ene

L’objectif de cette d́ecomposition est de trouver quels sont les comportements de base
applicables dans une situation donnée.

L’environnement de l’agent est constitué d’objets tyṕes (tels que les trous et tuiles
de la figure 1). L’observation de l’agent est un ensemble d’objets perçus dans l’envi-
ronnement. Chaque comportement de base n’est concerné que par certains types d’ob-
jets. Ainsi, ils sont “instanciés” en les associants avec des sous-ensembles d’objets de
types appropríes (un tel ensemble est appelé configuration (cfg)). Cela am̀eneà une
décomposition de la scène en un ensembleBC(o) de paires(comportement de base,
configuration). Revenant̀a la figure 1, nous avons ici trois telles paires :(be, 〈O2〉),
(bp, 〈O1, O2〉) et (bp, 〈O3, O2〉).

Nous avons vu comment chaque scène est d́ecompośee en paires(bb, cfg). On a une
politique de d́ecision stochastique pour chaque paire (Pbb()). Et, comme chaque obser-
vation est associée avec une observationo(cfg), chaque paire fournit une distribution
de probabilit́es sur les actionsPbb(a|o(cfg)).

Combinaison pond́erée de comportements de base -Chaque comportement de
basebb deBC(o) identifié lors de la d́ecomposition de la scène est associé avec une
politique d’actionPbb() et une qualit́eQbb(). Avec ces donńees, l’́etape de combinaison
consistèa calculer une nouvelle distribution de probabilités sur les actions, déterminant
ainsi la politique ŕeelle imḿediate de l’agent.

La combinaison peut prendre des formes diverses. Celle que nous avons employé
dépend d’un ensembleΘ = (θ1, · · · , θn) de param̀etres et est expriḿee par la formule
suivante (òu C(b, o) est l’ensemble des configurations observées líeesà b) :

Pr(a|o) =
1

K
.

1

k(o,a)

∑
b∈B

eθb︸︷︷︸
à apprendre

[
∑

c∈C(b,o)

|Qb(o, c, a)|.Pb(o, c, a)

︸ ︷︷ ︸
déjà connu

]

( aveck(o,a) =
∑

(b,c)∈BC(o)

wb(o, c, a) =
∑

(b,c)∈BC(o)

eθb .|Qb(o, c, a)| )
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Apprentissage des poids -La politique combińee globale ne d́epend que de l’en-
sembleΘ de param̀etres, lesquels sont peu nombreux puisqu’il n’y a qu’un paramètre
pour chaque comportement de base.

Comme le ŕeglage de ces poids est un problème d’optimisation (maximiser l’espérance
du gain moyen), ces paramètres peuvent̂etre appris par renforcementà l’aide d’un re-
cuit simuĺe. L’algorithme a justèa faire une bonne estimation de l’espérance du gain
moyen pour chaque jeu de paramètres.

On notera que, dans une certaine mesure, le processus complet de sélection d’action
est “extensible” puisque plusieurs instances d’un mêmebb peuventêtre utiliśees sans
avoir à apprendre de nouveaux paramètres.

A.2 Problèmes ouverts

L’algorithme que nous venons de brièvement pŕesenter áet́e test́e sur le monde des
tuiles dans (Buffetet al., 2002) en employant deuxbb “intuitifs” ( [pousse tuile
dans trou] et [ évite trou] ). Malgré de “bons ŕesultats”, l’optimalit́e n’était
pas atteinte et plusieurs limitationsétaient cit́ees. Nous insistons sur les suivantes :

– Optima locaux. L’apprentissage de paramètres est difficile du fait des nombreux
optima locaux vers lesquels le recuit simulé peut converger. Toutefois, notre métho-
de (section 4.1) permet de raffiner la politique obtenue par simple combinaison.

– Choix des comportements de base. L’ensemble des comportements de base dis-
ponibles a une grande influence sur les performances de l’algorithme de combinai-
son. Desbb très ǵeńeraux sont requis pour avoir un agent adaptable, mais d’autres,
plus sṕecialiśes, permettraient de répondrèa des cas difficiles précis (par exemple
les deux blocages de la figure 7). C’est préciśement le sujet du présent article.

O3O2 O1 O2

O1 O3

a) Blocage avec1 tuile et 2 trous :
Aucun des comportements de base ne
sugg̀ere d’aller vers le sud.

b) Blocage avec2 tuiles et1 trou (et un mur
est) : Les deuxbb “pousse” sugg̀erent d’aller
à l’ouest, alors que le bon choix serait le nord.

FIG. 7 – Dans les deux situations a) et b), aucun des comportements de base “intuitifs”
emploýes ne sugg̀ere une d́ecision appropríee, d’òu un long blocage de l’agent.


