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Chapitre I

Introduction

1 Le sujet

L’id ée qui a lanće cette th̀ese est d’utiliser un outil,l’Apprentissage par Renforcement, pour en conce-
voir d’autres, ici desSyst̀emes Multi-Agents(SMA). Ces syst̀emes multi-agents sont issus de l’Intelligence
Artificielle Distribuée. Leur principe est que, de l’interaction d’entités relativement simples (les agents),
peutémerger un comportement de groupe complexe et dans lequel on peut reconnaı̂tre une certaine forme
d’intelligence.

Si l’on sait qu’il existe d’int́eressants ph́enom̀eneśemergents de ce type, il s’avère par contre difficile de
les provoquer. Aucune théorie efficace n’existe qui permette,étant donńe un comportement global souhaité,
de d́efinir des agents dont l’interaction soit géńeratrice du dit comportement. En l’absence de méthode
directe de conception, on se propose d’utiliser des méthodes d’optimisation, c’està dire des algorithmes
cherchant dans l’espace des systèmes multi-agents possibles (que l’on devra restreindre) celui qui répond
le mieuxà nos attentes, attentes qui s’exprimentà travers une mesure de performanceà maximiser.

Nous allons faire usage d’un principe d’optimisation assez géńeral qu’est l’apprentissage par renfor-
cement. L’id́ee est d’aḿeliorer un comportement en cherchantà maximiser une ŕecompense reçue (aussi
appeĺee “signal de renforcement”). Il faut donc au début que l’agent t̂atonne pour voir quelles situations et
quelles actions sont associéesà des ŕecompenses positives (bonus) ou négatives (malus), et en déduire au
fur et à mesure l’attitudèa adopter pour maximiser sa récompense moyenne.

Plutôt que de chercher directement un système multi-agent, le choix áet́e fait de distribuer l’appren-
tissage sur chaque agent, chacun recevant un signal de renforcement propre. Ce choix correspondà des
situations plus ŕealistes. On espère alors que de ces apprentissages concurrents vaémerger le comporte-
ment souhait́e, mais nous verrons que la tâche pose un certain nombre de difficultés.

2 Retour sur quelques notions

Avant de d́evelopper les notionsd’Apprentissage par Renforcement(chapitre II) et deSyst̀emes Multi-
Agents(chapitre III), ainsi que les travaux effectués jusqu’̀a pŕesent lors de cette thèse (chapitre IV), nous
allons revenir sur quelques notions utiles.

2.1 Intelligence (Artificielle)

Pour commencer, un point commun aux notions d’apprentissage par renforcement, d’agent et de système
multi-agents est qu’elles représentent toutes trois des approches du domaine del’Intelligence Artificielle
(dans l’acception choisie ici pour ces différents termes du moins). Créer ainsi une intelligence ne revient pas
à faire une t̂ete bien pleine dotée de toutes les réponses aux questions relativesà un domaine de prédilection.
Définir l’intelligence est d́elicat, mais on retiendra ici que les capacitésà raisonner,̀a apprendre,̀a s’adapter
faceà de nouveaux problèmes en sont deśeléments principaux que nous recherchons.
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2.2 Agent (Rationnel)

La notiond’agentpose aussi des problèmes de d́efinition à cause, principalement, des différents usages
qui en sont faits. Souvent, comme l’illustre la figure I.1, on parle d’un agent commeétant une entit́e
(mat́erielle ou logicielle) sitúee dans un environnementE qu’elle perçoit (perceptionp) et sur lequel elle
peut agir (actiona). Mais cela ne dit pas comment un agent agit.

C

E

a

p,r

FIG. I.1 – Sch́ema pŕesentant un agent en interaction avec son environnement

Dans leur chapitre sur les agents intelligents dans [RN95], Russell et Norvig définissent la notion
plus pŕecised’agent rationnel1, lequel agit en cherchant le “succès”. Autrement dit, l’agent est guidé par
une motivation propre et agit de lui-même (est pro-actif), ce qui le différencie par exemple de la notion
informatique d’objet :

”Les objets travaillent gratuitement ; les agents travaillent pour de l’argent.[JSW98]”

Mais cette id́ee qu’un agent rationnel agit au mieux amèneà mesurer la performance du comportement
adopt́e (̀a travers les ŕecompensesr). Cette mesure est un choix essentiel dans la conception d’un agent,
d’autant que si elle est mal définie, on risque d’aboutir̀a un agent “astucieux” tel qu’un aspirateur qui
répandrait de la poussière afin de pouvoir en ramasser plus.

Une d́efinition compl̀ete utilement celles d́ejà fournies jusqu’ici : celled’agent rationnel id́eal, terme
qui désigne un agent se comportant de façonà maximiser son espérance de gaińetant donńees ses connais-
sances du monde, son expérience pasśee, et l’historique de ses perceptions. Cette description plus détaillée
montre comment peut fonctionner un agent rationnel. Il ne manque que des considérations sur les contraintes
mat́erielles de l’agent (ḿemoire disponible, puissance de calcul...) pour que l’agent soit toutà fait ŕealiste.

On supposera souvent ici qu’un agent est rationnel, idéal et ŕealiste. Cette description d’un agent peut
être rapproch́ee de l’id́ee d’intelligence en tant que capacité d’adaption, de raisonnement motivé par un
but. Comme cela a déjà ét́e évoqúe, l’agent est̀a l’intersection des deux domaines qui nous intéressent
puisque c’est en travaillant au niveau de l’architecture des agents que nous cherchonsà en faire un groupe
cooṕerant (chapitre III), et que l’approche choisie pour concevoir un agent est d’utiliser l’apprentissage par
renforcement (chapitre II).

1Rationnel : conformèa la raison.
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Chapitre II

Apprentissage par Renforcement

Ce chapitre pŕesente le principe de l’apprentissage par renforcement (section 1), puis (section 2) le
formalisme choisi pour mettre en œuvre ce type d’apprentissage dans le cadre de cette thèse : les Processus
de D́ecision Markoviens (MDP). Ce modèle n’est que rarement utilisable pour répondrèa des probl̀emes
concrets, ce qui am̀eneà une extension aux cas d’Observabilité Partielle (section 3) età un certain nombre
d’approches pour répondre aux difficult́es rencontŕees (section 4).

1 Principe

Comme l’explique [KLM96], l’apprentissage par renforcement se base sur la plaisante idée d’une
méthode de programmation ne nécessitant que de spécifier des moments auxquels punir ou récompenser
l’agent1. Il n’est nul besoin de lui indiquer que faire dans telle ou telle situation, l’agent se charge de
l’apprendre par lui m̂eme en renforçant les actions qui s’avèrent les meilleures.

On consid̀ere donc un agent situé dans un environnement et avec lequel il peut interagir comme nous
l’avons d́ejà d́ecrit à l’aide de la figure I.1. L’agent perçoit d’une part cet environnement (perceptionsp),
en reçoit une ŕecompense (r), et peut d’autre part agir (actionsa). Agent et environnement doiventêtre
décrits non seulement par leurs moyens d’interaction, mais aussi par leurs fonctionnements propres : les
lois régissant l’́evolution de l’environnement (loisE), et le comportement de l’agent (notéC).

L’agent ne connâıt la situation dans laquelle il se trouve que par l’intermédiaire de l’historique de ses
perceptions. Son but, dans le cadre de l’apprentissage par renforcement, est de trouver le comportement le
plus efficace, c’est̀a dire savoir, dans chaque situation possible, quelle action accomplir pour maximiser
l’espérance de ses gains.

2 Processus de D́ecision Markoviens

Aprèsêtre pasśes de la notion d’agent̀a l’idée d’apprentissage par renforcement, nous allons voir que
l’on arrive assez naturellement au formalisme des Processus de Décision Markoviens (MDP) et aux algo-
rithmes associés (pour une vue plus large du sujet, voir [SB98]). Il faut noter néanmoins que les hypothèses
suivies par ce mod̀ele sont parfois tr̀es simplificatrices (fonctionnement de l’environnement qui reste tou-
jours le m̂eme, observabilité totale) et que l’apprentissage reste difficile.

2.1 Formalisme

Un Processus de D́ecision Markovien (MDP)[Put94] [SB98] est d́ecrit par un uplet〈S,A, T ,R〉 défini
comme suit :

– S = {s} un ensemble d’états(On fait l’hypoth̀ese forte que l’on a accèsà l’état complet du système.).
– A = {a} un ensemble d’actions.

1Nous adopterons en géńeral le point de vue “agent”, m̂eme si l’apprentissage par renforcement n’y est pas lié au d́epart.
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– T : S × A → Π(S) une fonction de transitiond’états, dans laquelle uńelément deΠ(S) est
une distribution de probabilités sur l’ensembleS (c’est à dire une fonction qui,̀a un état s, fait
correspondre une probabilité). Onécrira souvent la probabilité de passer entre les instantst et t+ 1
de l’états à l’états′ sachant l’action choisiea :

T (s, a, s′) = P (st+1 = s′|st = s, at = a).

– R : S × A × S → Π(R) unefonction de ŕecompensequi, à une transition, associe une distribution
de probabilit́e surR.

Dans la d́efinition choisie,T etR sontstationnaires(invariants dans le temps) : ces deux fonctions ne
dépendent pas du temps. De plus, on travaillera en géńeral sur des Processus de Décision Markoviensfinis,
c’est à dire dont les deux ensemblesS etA sont finis (ce qui n’est pas le cas par exemple si le problème
pośe est sitúe dans un espace continu).

La figure II.1 illustre la d́efinition d’un Processus de Décision Markovien sur un exemple assez simple
(les probabilit́es de transitionT (s, a, s′) ont ét́e omises pour des raisons de lisibilité).

-2

+3

���

���

���

���

���

���

Fonctionnement de ce MDP :
– Depuis uńetat (s1 ous2), l’agent peut choisir

l’une des deux actions (a1 oua2).
– En fonction de ce choix (indiqué par une

flêche en pointilĺes) s’effectue la transition
(indiquée par une fl̂eche continue) vers le pro-
chainétat (en suivant la loiT ).

– L’agent reçoit alors une récompense (ici
déterministe et représent́ee par une valuation
de la “flêche-transition”).

FIG. II.1 – Un exemple de MDP̀a2 états et2 actions.

Propri été de Markov

Une propríet́e importante que respecte tout MDP est que la probabilité de transition d’uńetats à un
états′ en effectuant l’actiona ne d́epend pas deśetats et actions préćedents. Il n’est alors nul besoin de
mémoire pour prendre des décisions au mieux : seule la connaissance de l’état courant est utile. La seule
trace d’une ḿemoire ŕeside dans l’apprentissage de comportement effectué par l’agent.

Politique

Ce formalisme fournit toutes les données d’un probl̀eme d’apprentissage par renforcement, lequel
consiste alors̀a trouver un comportement qui soit le plus “performant” possible. Dans le formalisme des
MDPs, ce comportement est décrit par une fonctionπ : S → Π(A) appeĺee politique (a priori stochas-
tique), pour laquelle on utilisera souvent la notationπ(s, a) = P (at = a|st = s).

Dans le cadre des Processus de Décision Markoviens, il n’y a pas nécessairement unicité de la solution
(la politique optimale cherch́ee). Mais il faut noter qu’au moins l’une d’entre elles est déterministe, ce qui
permet de ŕeduire l’espace de recherche comme nous le verrons ultérieurement.

Fonction de valeurs

Mais une question est restée en suspend : comment mesurer la performance d’un comportement donné ?
La mesure de performance qui semble le plus naturellement associéeà un probl̀eme de la forme d’un MDP
est l’esṕerance de gainsi l’on suit la politiqueπ à partir de l’́etat courants. Néanmoins, on préfère souvent
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uneesṕerance de gain escompté qui fait apparâıtre dans le calcul du gain un coefficient de décroissance
γ ∈ ]0; 1[ :

Vπ(s) = Eπ

( ∞∑
t=0

γtrt|s0 = s

)
Cette formule calcule donc une espérance de gain si l’on part de l’état initials0 = s, que l’on suit la poli-
tiqueπ, et en notantrt la récompense obtenue au pas de tempst (récompense pondéŕee par un coefficient
γt).

Il faut toutefois noter que ce critère n’est pas la meilleuréevaluation de la politique, puisqu’il défavorise
d’autant plus les gains̀a long terme queγ est petit. Mais il reste le plus pratiqueà mettre en œuvre et se
retrouve dans de nombreux algorithmes classiques dans le cas de MDPsà horizon infini(dans lesquels le
syst̀eme fonctionne ind́efiniment).

Mais que sait l’agent ?

Avant de passer̀a la pŕesentation d’un algorithme de résolution de MDPs proprement dit, précisons que,
désormais, nous considérons le cas òu l’agent ne connâıt pas de mod̀ele du monde : niT ni R ne lui sont
connus. De plus, les algorithmes utilisés ne chercheront pasà apprendre de tels modèles avant de chercher
une politique optimale.

2.2 Apprendre un comportement sans mod̀ele : leQ-learning

Un algorithme classique pour les MDPs sans modèle est leQ-learning, lequel fait un apprentissage par
essai-erreur en profitant de la propriét́e de Markov et surtout eńevaluant l’utilit́e de sa politique.

Principe

Il se trouve que, si un comportementπ est optimal, la fonctionVπ est maximale pour touts. On peut
ainsiévaluerV ∗ (l’utilit é communèa toutes les politiques optimales) en cherchantà optimiser la politique
localement. Pour mieux lier la politique et sonévaluation, on va m̂eme introduire une fonctionQπ : S ×
A → R qui donne l’esṕerance de gain si de l’états on effectue l’actiona avant de suivre la politiqueπ.

Le principe duQ-learning est de faire co-évoluer une politique et une table deQ-valeurs associée.
D’une part la politiqueπ est d́eduite desQ-valeurs sachant que la meilleure actionà choisir dans un
état s est celle qui maximiseQ(s, a). D’autre part l’algorithme se sert de chaque nouvelle expérience
(s, a)→ (s′, r) (li éeà la politiqueπ) pour mettrèa jour l’évaluation deQ (voir en ligne 6 de l’algorithme
1 la formule d́erivée de l’́equation de Bellman [Bel57]). Une fois que l’algorithme a convergé, on obtient
une politique d́eterministe optimaleπ∗ et la table associéeQ∗.

Algorithme

Il reste à pŕeciser que la misèa jour tient de moins en moins compte des nouvelles expériences, et
ce gr̂ace au param̀etreα, lequel doit v́erifier

∑∞
t=0 αt > ∞, et

∑∞
t=0 αt

2 < ∞ pour que l’algorithme
converge presque sûrement [JJS94]. On obtient alors l’algorithme 1 :

Pour favoriser un comportement exploratoire en début d’apprentissage, nous avons choisi d’utiliser
une loi de Boltzmann, telle qu’utilisée en physique statistique, pour associerQ-valeurs et politique. La
probabilit́e d’effectuer l’actiona dans l’́etats s’écrit alors :

π(s, a) =
e
Q(s,a)
T∑

b∈A e
Q(s,b)
T

.

Pour des valeurs du paramètre “temṕerature”T > 0 grandes, toutes les actions seront tirées de manière
équiprobable, alors que, quandT tend vers0, la politique suivie devient quasi-déterministe (l’action as-
socíeeà la plus grandeQ-valeur ayant les plus grandes chances d’être choisie).
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Algorithme 1 Q-learning

1: Q(s, a) ∈ R arbitrairement initialiśe pour tout(s, a) ∈ S ×A
2: Initialisers

3: pour tout pas de tempsfaire

4: Choisira pours en utilisant une politique d́erivée deQ

5: Effectuer l’actiona ; observerr, s′

6: Q(s, a)← Q(s, a) + α[r + γmaxa′ [Q(s′, a′)]−Q(s, a)]

7: s← s′

8: fin pour

Limitations

LeQ-learning est assez simple dans son principe comme dans sa mise en œuvre. Néanmoins il souffre
assez rapidement d’une explosion combinatoire quand l’espace d’états augmente (par l’ajout d’une variable
d’état par exemple). Une solution possible est parfois de ne plus travailler sur lesétats du système, mais
sur des observations de ces ditsétats, comme nous allons le voir dans la section 3 suivante.

3 Observabilité Partielle (POMDP)

Si l’on propose parfois de s’intéresser̀a un espace d’observations partielles et non plus d’états, c’est
en ǵeńeral une contrainte imposée par les limitations des capteurs (localité, impŕecision), ou d’autres capa-
cités de l’agent (ḿemoire). On se retrouve alors dans une nouvelle classe de problèmes, celle de Processus
de D́ecision Markoviens Partiellement Observables (POMDP définis en 3.1). On perd ainsi certaines pro-
priét́es des MDPs, ce qui am̀eneà utiliser de nouveaux algorithmes comme nous allons le voir icià travers
unQ-learning modifíe pour ce cadre (3.2), puis une montée de gradient mieux adaptée (3.3).

3.1 Processus de D́ecision Markoviens Partiellement Observables

Définition

Si à la base on travaille toujours sur un MDP, la définition d’un Processus de D́ecision Markovien
Partiellement Observable (POMDP)doit être compl̂et́ee, et s’́ecrit alors :

– 〈S,A, T ,R〉 un Processus de Décision Markovien.
– Ω un ensemble d’observations.
– O : S → Π(Ω) unefonction d’observation. La probabilit́e de l’observationo sachant qu’on est dans

l’ états sera ici not́ee :
O(s, o) = P (ot = o|st = s)

Aspect non-markovien

Il faut noter qu’on perd une propriét́e qui était largement utiliśee pour la ŕesolution de MDPs : le
processus d’observation obtienu ici n’est plus markovien. La probabilité d’observerot+1 au prochain pas
de temps peut d́ependre d’observations et d’actions antérieures̀aot etat :

P (ot+1|at, ot) 6= P (ot+1|at, ot, at−1, ot−1, . . . )

On peut illustrer ce ph́enom̀ene par l’observation de l’historique des couleurs d’un feu tricolore. Cette
observation aḿeliore l’estimation de la couleur̀a venir apr̀es l’orange, puisqu’elle permet de différencier
un fonctionnement “normal” (cycle vert-orange-rouge) d’un fonctionnement “orange clignotant”.
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3.2 Recherche directe d’une politique :Q-learning

Nous allons voir ici en quelques points comment on peut adapter leQ-learning pour fonctionner dans
une situation d’observabilité partielle, et ce, m̂eme si cette approche n’est que sous-optimale.

Espace d’entŕee

En d́ecrivant les agent rationnels idéaux est apparue l’id́ee que le mieux́etait d’agir en fonction de toute
l’historique des observations (ce qui se justifie en l’absence de la propriét́e de Markov). Or l’ensemble de
ces historiques est infini (puisqu’elles peuventêtre de n’importe quelle longueur). On va donc devoir se
restreindrèa un sous-ensemble fini. Couramment, comme ici, on fait le choix de ne tenir compte que de
l’observation courante (π : Ω→ Π(A)).

Politique stochastique

Une riche discussion sur l’apprentissage sans estimation d’état dans les POMDPs est dévelopṕee dans
[SJJ94]. Un point important y apparaissant est qu’il n’existe plus nécessairement de politique déterministe
qui soit optimale. On va donc devoir faire une recherche de politique dans le plus vaste espace des politiques
stochastiques.

Ainsi, si l’on veut s’inspirer duQ-learning boltzmannien, il va falloir jouer sur la température limite
Tlim. Cette temṕerature permet de régler un “degŕe de d́eterminisme” de la politique obtenueà partir des
Q-valeurs. On peut au choix essayer de faire un apprentissage d’une température limite optimale, ou en
choisir une exṕerimentalement (ce qui sera notre cas).

Il faut noter que l’on ne fait ici que rajouter un “degré de libert́e” à notre sous-espace de politiques, et
que la politique qu’on obtiendra n’est pas nécessairement optimale dans l’espace de toutes les politiques
stochastiques possibles.

Estimation desQ-valeurs

Un probl̀eme suppĺementaire est que la formule de miseà jour deQ n’est plus valable et doit̂etre
modifiée. Une première cause est que l’on travaille sur des observations : le calcul desQ-valeurs suppose
que l’on travaille sur deśetats et que la propriét́e de Markov est respectée, ce qui n’est plus le cas comme
on l’a dit en 3.1.

Cela tient d’autre part au fait que le “max” de la formule de misèa jour deQ suppose une politique
déterministe. Mais ce deuxième point peut̂etre corriǵe en tenant compte des différentes d́ecisions possibles.
La formule de misèa jour desQ-valeurs d’un MDP (observabilité totale) pour une politique stochastique
π est ainsi :

Q(s, a)← (1− α) ∗Q(s, a) + α ∗

(
r + γ

∑
a′

[π(s, a′) ∗Q(s′, a′)]

)
.

On trouvera aussi une description de ces points dans [SJJ94].

Résultats

En adaptant ainsi leQ-learning, on obtient une simple heuristique sans garanties de convergence comme
c’était le cas pour les MDPs. L’algorithme reste néanmoins assez efficace dans bon nombre de situations.
On l’utilisera souvent par la suite puisqu’il sera l’un de nos deux algorithmes de référence avec la montée
de gradient d́ecrite ci-apr̀es (section 3.3) : c’est autour de ces deux algorithmes que sont dévelopṕes nos
travaux.

3.3 Recherche directe d’une politique : mont́ee de gradient

Comme il reste pŕeférable de faire une recherche directement dans l’espace des politiques stochastiques,
nous avons d́ecid́e d’utiliser comme deuxième algorithme de référence une ḿethode de montée de gradient
dueà Baxter et Bartlett [BB01],[BBW01] dont les grandes lignes vontêtre pŕesent́ees ici.
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Rappel sur l’opérateur “gradient”

Le gradient d’une fonction continue et dérivablef définie sur plusieurs variablesx1, . . . , xn est la
fonction quiàx1, . . . , xn associe le vecteur :

−→
∇f(x1, . . . , xn) =


∂f
∂x1

(x1, . . . , xn)
...

∂f
∂xn

(x1, . . . , xn)


Si les variables sont toutes définies surR et que la fonctionf està valeurs dansR, le gradient def en

un point−→x est un vecteur dont une propriét́e est d’indiquer la direction dans laquellef crôıt le plus vite
(direction de plus grande pente).

Principe de la mont́ee de gradient

La méthode classique demont́ee de gradienta pour but de trouver un point en lequel une fonction
continue et d́erivablef : Rn → R est maximale. L’id́ee est de parcourir une suite de points(−→xk)k∈N se
rapprochant du sommet de la surface.

A l’ étapek, on part du point−→xk ∈ Rn, et on suit le vecteur donné par le gradient def en−→xk :
−→
∇f(−→xk),

lequel indique la direction de plus grande pente def . Ainsi on passèa−−→xk+1 par :

−−→xk+1 = −→xk + λk ∗
−→
∇f(−→xk),

où (λk)k∈N est une suite ŕeelle positive d́ecroissante d́efinie de manìere à progresser rapidement aux
premìeresétapes (en sortant si possible de zones d’optima locaux) de l’algorithmes, puisà affiner le ŕesultat
par des pas de plus en plus petits.

Il ne s’agit que d’une heuristique puisqu’on risque de tomber dans un extremum local, et que la vitesse
de convergence va dépendre du choix de la suiteλ pour le probl̀eme courant. Si des variantes améliorant
cette ḿethode existent, cette rapide description suffira pour introduire son adaptationà la recherche d’une
politique.

Adaptation de notre problèmeà la montée de gradient

Pour appliquer le principe de montée de gradient en apprentissage par renforcement, il faut en premier
lieu choisir une paraḿetrisationΘ = {θ} de la politique de l’agent. C’est dans l’espace de ces paramètres
que se fera la recherche. Une mesure de performanceV (Θ) de la politique obtenue tient alors le rôle de
la fonction à maximiser. Dans l’hypoth̀ese que,́etant donńee la politique choisie, le système tend vers
une distribution de probabilité d’occupation deśetats unique et stationnaire (un seul “attracteur”), [BB01]
propose de mesurer la performance d’une politique comme suit :

V (Θ) =
∑
s∈S

PΘ(s) ∗ r(s),

oùPΘ(s) est la probabilit́e d’être dans l’́etats une fois le syst̀emeà l’état stationnaire, et où la ŕecompense
r ne d́epend que de l’états. Ce calcuĺevalue (de manière fort logique) le gain moyeǹa l’état stationnaire.

On peut noter ici qu’on ne cherche pas, comme c’était le cas pour les MDPs,à connâıtre une esṕerance
de gainétant donńee la situation (observation oúetat). Si l’on a d́ejà dit en section 3.2 que les formules
utilisées n’́etaient plus v́erifiées dans le cas de POMDPs, la principale raison est qu’un comportement
optimal n’est plus ńecessairement localement optimal partout. En effet il n’est plus vrai qu’une politique
optimale maximiseVπ(s) pour touts ∈ S, propríet́e largement utiliśee dans les algorithmes de résolution
de MDPs. Ne pouvant plus utiliser cette propriét́e, on revientà un crit̀ere d’́evaluation “global” de la
politique tel que celui qui vient d’être d́ecrit.

Avant d’entrer dans plus de détails, il faut pŕeciser que la politique paramétŕee parΘ est d́efinieà travers
une fonctionµ qui, étant donńe Θ et l’observation couranteo, y associe une distribution de probabilité sur
les actions. La forme que nous avons choisie est préciśee ci-apr̀es.
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Evaluation du gradient

Dans la situation òu nous nous trouvons (sans connaissance d’un modèle du monde), on ne peut calculer
le gradient deV (Θ) de manìere formelle. Connaissantµ, l’ évaluation du gradient (que l’on notera simple-

ment
−→
∇ ici) peutêtre faite par it́eration des deux calculs suivants au fur età mesure des expérimentations :

−−→zt+1 = β−→zt +
−→
∇µat(Θ, ot)
µat(Θ, ot)

(II.1)

−−−→
∇t+1 =

−→
∇t + rt+1

−−→zt+1, (II.2)

où ot est l’observatioǹa l’instantt, at l’action choisie etrt+1 la récompense reçue.

Choix de la paramétrisation

La paraḿetrisation est choisie pour avoir tous les degrés de libert́e utiles et pour que la formulation
de divers calculs (tels que le gradient) soit simple. Elle est définie par la probabilit́e de choisir l’actiona
suivante (pour une observationo donńee) :

µa(Θ, o) =
eθa,o∑
b∈A e

θb,o

En remarquant, pour la formule II.1, la propriét́e :

−→
∇µa(Θ,o)
µa(Θ,o) =

−→
∇ ln(µa(Θ, o)) , (II.3)

on peut d́evelopper le calcul d’une des composantes de ce vecteur II.3 :

∂ ln(µa(Θ,o))
∂θa′,o′

=
∂ ln

(
e
θa,o∑

b∈A e
θb,o

)
∂θa′,o′

= δo,o′ ∗ (δa,a′ − µa′(Θ, o′))
,

où la fonctionδ est d́efinie par :

∀(a, b) ∈ N2, δa,b =
{

1 si a = b
0 sinon

.

On se retrouve donc bien avec des calculs réalisables et assez légers, si ce n’est qu’il faut les effectuer pour
chaque paire observation-action.

Algorithme

Sachant d́esormais comment́evaluer le gradient et comment s’en servir pour faire une montée de gra-
dient, on a tous leśeléments ńecessaires̀a la mise en application. On peut ainsiécrire l’algorithme 2 :

Comme la pŕesentation qui vient d’être faite de la montée de gradient que nous utilisons, nous laissons
au lecteur int́eresśe le soin de compléter sa lecture par les deux articles préćedemment cit́es [BB01] et
[BBW01], sachant que l’algorithme que nous utilisons, OLPOMDP (OnLine POMDP), y est décrit en
détail.

4 Difficult és / diversit́e des approches

Un des principaux risques en apprentissage par renforcement est celui de l’explosion combinatoire :
la moindre capacité perceptive supplémentaire peut faire croı̂tre l’espace des observations de manière ca-
tastrophique. Mais cette “malédiction de la dimensionalité” peutêtre aussi simplement dueà un espace de
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Algorithme 2 OLPOMDP(β, T,Θ0)→ R
K

Entr ées:
– β ∈ [0, 1).
– T > 0.
– Des valeurs initiales du paramètreΘ0 ∈ RK .
– Des politiques paraḿetŕees randomiśees{µ(Θ, .) : Θ ∈ RK}.
– Un POMDP.
– Des tailles de pasαt, t = 0, 1, . . . satisfaisant

∑
αt =∞ et

∑
α2
t <∞.

– Un état de d́epart arbitraire (inconnu)s0.

1: Soitz0 = 0 (z0 ∈ RK).

2: pour t = 0 àT − 1 faire

3: Observerot (géńeŕe d’apr̀esv(st)).

4: Géńerer une commandeat d’apr̀esµ(Θ, ot)

5: Observerr(st+1) (où le prochaińetatst+1 est ǵeńeŕe d’apr̀esT (st, at, st+1))

6: zt+1 ← βzt + ∇µat (Θ,ot)
µat (Θ,ot)

7: Θt+1 ← Θt + αtr(st+1)zt+1

8: fin pour

Sorties: ΘT

travail continu que l’on va devoir discrétiser avec plus ou moins de détails. Mais l’on se bat toujours dans un
compromis entre trop et trop peu d’information : trop et la complexité de l’apprentissage est déraisonnable,
trop peu et l’on ne peut trouver de solution satisfaisante.

Vu le grand nombre de travaux visantà aḿeliorer la recherche d’une politique optimale, nous allons
nous contenter d’une rapide présentation de quelques grandes idées (un aperçu plus vaste est présent́e dans
[KLM96]) :

Hiérarchisation du contrôleur :

Apprendre directement un comportement complet est rarement réaliste. Faire une conception hiérarchique
peut alorŝetre une solution, en apprenant par exempleà ŕesoudre des sous-tâches avant de les récomposer
en une t̂ache globale. ([MPR+98][Die00])

Utilisation d’une mémoire :

Si les seules perceptions immédiates s’av̀erent insuffisantes pour apprendre un comportement efficace,
on peut essayer d’utiliser une mémoire des quelques dernières perceptions (une historique partielle) pour
lever ce qui sont en ǵeńerales des ambiguı̈tés (deux́etats cach́es par une m̂eme perception). L’utilisation de
contextes fait aussi partie de ces travaux sur l’emploi de mémoire. ([Dut99][McC95a][McC95b])

Discrétisation de l’espace :

Dans certains cas, lesétats du système peuvent̂etre accessible, mais l’espace de cesétats est alors sou-
vent trop grand, car discret et trop détaillé, voire m̂eme continu. Quelques algorithmes ontét́e propośes dont
le but est de discrétiser l’espace deśetats en peu d’états, mais de façoǹa avoir la politique la plus efficace
possible (distinguant deux́etats voisins s’ils sont associésà des actions diff́erentes). ([MA95][MM02])
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Epilogue

Le chapitre suivant ouvre sur le domaine de la conception de systèmes multi-agents, auquel nous sou-
haitons appliquer des ḿethodes d’apprentissage par renforcement. Les approches qui nous intéressent se-
ront donc orient́ees vers des problèmes sṕecifiques aux SMA.

Les deux algorithmes “de référence” pŕesent́es dans le pŕesent chapitre (Q-learning modifíe et mont́ee
de gradient) vont s’av́erer utiles par la suite, puisque les observations partielles et l’aspect multi-agents
vont faire perdre l’aspect markovien des classiques MDPs comme nous allons le voir assez rapidement.

13



Chapitre III

Syst̀emes Multi-Agents

1 Généralit és

1.1 La résolution distribuée

Nombre de ḿethodes monolithiques de résolution de problèmes ont́et́e d́evelopṕees, ḿethodes dans
lesquelles une seule “entité” intervient et cherchèa mâıtriser toutes les données du probl̀eme pośe. Cette
approche devient facilement ingérable si plusieurs domaines de connaissances interviennent. De même
certaines situations telles que la robotique mobile peuvent contraindreà l’utilisation conjointe de plusieurs
entit́es (qu’on appellera d́esormais “agents”). L’id́ee est donc apparue de distribuer l’intelligence artificielle
et, par exemple, de faire collaborer des agents.

1.2 Problème de ḿethodologie

Sans chercher̀a donner de d́efinition pŕecise, on peut considérer l’Intelligence Artificielle comme un
domaine de l’informatique qui chercheà concevoir des outils de résolution de problèmes. Dans ce cadre,
l’id ée des Systèmes Multi-Agents (SMA) est que la résolution d’un probl̀eme peut́emerger de l’interaction
d’un certain nombre d’agents relativement simples.

Malheureusement on maı̂trise tr̀es mal la th́eorie de ces ph́enom̀enesémergents. Il n’est de ce fait pas
possible,́etant donńe le comportement de groupe escompté, d’en d́eduire le comportement que doit adopter
chaque agent.

L’ étude de systèmes biologiques peut inspirer la conception des agents dans certaines situations. Ces
situations sont encore assez limitées et correspondent assez souventà des imitations de systèmes biolo-
giques. Nous pŕefèrerons une autre idée aux domaines d’application a priori plus ouverts, et qui chercheà
être la plus ǵeńerique possible : l’id́ee d’utiliser des ḿethodes d’apprentissage par renforcement (voir cha-
pitre II). Il n’est alors besoin que de spécifier les situations bonnes ou mauvaises qui permettent de définir
le butà atteindre, et de laisser l’apprentissage se faire tout seul.

Apart́e : Si “inspiration biologique” et “apprentissage par renforcement” ontét́e ici distingúees, il faut
noter que ces deux approches ne sont aucunement en opposition. L’article de Meuleau et Dorigo [MD00]
donne d’ailleurs un tr̀es bon exemple en faisant le lien entre algorithmes de colonies de fourmis (figure
III.1) et descente de gradient stochastique.

2 Conception de Syst̀emes Multi-Agents

2.1 Que (d́e)centraliser ?

Une premìere remarque est que, si l’on veut au final que chaque agent se comporte de façon auto-
nome, l’id́ee qui vient d’̂etre d́ecrite d’utiliser l’apprentissage par renforcement n’exclue pas une phase
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FIG. III.1 – Illustration de la recherche d’un plus court chemin par “algorithme fourmi”.

d’apprentissage qui soit centralisée. On pourrait ainsi user d’un algorithme apprenant en même temps le
comportement de tous les agents d’un système. Seule la mise en application serait réellement d́ecentraliśee.

L’usage normal de l’apprentissage par renforcement est d’avoir une phase d’utilisation du comporte-
ment acquis une fois la phase d’apprentissage terminée. On peut toutefois détourner cet usage pour qu’un
agent sache s’adapter continuellementà de possibleśevolutions de son environnement. Nous préférons
ainsi utiliser l’apprentissage par renforcement aussi pendant le fonctionnement des agents, donc de manière
indépendante sur chacun. De cette manière, aussi bien l’exploration que l’exploitation des comportements
seront d́ecentraliśees, ces deux phases n’étant pas clairement distinctes dans le fonctionnement du système.

2.2 Perte de la stationnarit́e

Une premìere raison pour perdre la stationnarité du syst̀eme est le fait que l’on ne suppose les observa-
tions que partiellement observables (voir la présentation des POMDPs en 3).

Supposons maintenant que chaque agent ait accèsà l’état du syst̀eme (observabilit́e totale) et que la
loi de transition de l’environnement soit stationnaire. Un apprentissage centralisé correspondrait alors au
cas d’un MDP classique, l’ensemble des agents pouvantêtre consid́eŕe comme une unique entité dont
seuls les effecteurs sont distribués. Par contre, si chaque agent apprend son comportement de manière
autonome, un agent A quelconque verra tous ses congéǹeres comme faisant partie de l’environnement
(voir figure III.2). Or les dits conǵeǹeres sont aussi en phase d’apprentissage, donc en phase d’évolution
de leur comportement, ce qui amèneà une loi de transition de “l’environnement vu par l’agent A” qui n’est
pas stationnaire.

B

A

FIG. III.2 – Une situation classique : l’agent (A) considère les autres agents (ici B) comme faisant partie
de l’environnement.

Avec une loi de transition non stationnaire, nous perdons la propriét́e de Markov et sortons du cadre
des MDPs. Le problème ne peut m̂eme paŝetre mod́elisé par un POMDP,̀a moins que l’on consid̀ere
les comportements des autres agents comme faisant partie de l’état cach́e de l’environnement en tant que
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variables internes quíevoluent au cours du temps. Quoi qu’il en soit, on ne peut avoir aisément acc̀esà
un quelconque mod̀ele du syst̀eme, et il va falloir par conśequent utiliser des algorithmes de recherche de
politique sans mod̀ele qui soient adaptés aux cas non-markoviens (voir section 3).

2.3 Comment ŕepartir la r écompense

Un autre point d́elicat qui a d́ejà ét́e évoqúe est la manìere de ŕecompenser les agents. En apprentissage
par renforcement, l’id́eal est que toute la difficulté de conception qui puisse restée soit concentrée dans la
tâche de bien d́efinir une fonction de ŕecompense qui “guide” vers le but recherché, c’est̀a dire qui d́efinisse
ce but. Dans le cadre multi-agents où nous nous trouvons, une difficulté vient s’ajouter̀a ce probl̀eme : une
récompense doit̂etre assigńeeà différents agents.

Diff érentes approches sont possibles. On peut supposer tout d’abord que tous les agents reçoivent la
même ŕecompense quelle qu’ait́et́e la contribution de chacun au résultat obtenu. Dans cette première
hypoth̀ese, tous les agents ont accès à la m̂eme information sur la récompense commune (ce qui sous-
entend un ph́enom̀ene centraliśe), mais ońelude alors le problème de ŕepartition “raisonńee” des gains.

Une deuxìeme solution (parmi d’autres encore) est que chaque agent sache associer une récompensèa
ce qu’il perçoit de l’environnement. Cette manière de faire respecte le point de vue “agent localisé”, l’aspect
décentraliśe du probl̀eme. Par contre, il s’avère plus d́elicat avec cette ḿethode de d́efinir les ŕecompenses
locales associéesà un but global. Les travaux de Wolpert, Wheeler et Tumer sur lesCOIN mettent en
évidence ce problème. Si cette approche est liée à un tel risque de perdre la complète collaboration des
agents, nous la suivrons toutefois dans nos travaux, pour respecter l’aspect réaliste d’une ŕecompense liée
à ce que fait et perçoit chaque agent.

3 Quelques approches du probl̀eme

Un certains nombre de travaux ont déjà abord́e l’idée de concevoir des systèmes multi-agents par des
méthodes d’apprentissage par renforcement. Nous allons présenter ici quelques approches pour pouvoir
situer nos travaux.

3.1 Des probl̀emes pratiques

Dans un premier temps, nous allons voir d’abord un cas pratique qui permet de mieux appréhender la
probĺematique qui nous intéresse.

Robots fourrageants [Mat97]

L’approche de Maja Matarić [Mat97] aét́e construite en travaillant sur un problème de fouragement.
Dans un environnement clos, quatre robots doivent aller chercher des palets et les ramener dans une zone
prévueà cet effet, les robots devant aussi parfois se reposer dans leur “maison”.

S’attaquer̀a une t̂ache aussi complexe avec des agents-robots bruts s’avère trop difficile, m̂eme s’il n’est
pas ici ńecessaire d’avoir une coordination forte entre agents. Le premier point de l’approche présent́ee
dans [Mat97] est de d́efinir un certain nombre de comportements parmi lesquels chaque robot va choisir
son comportement courant. En plus sont définies des conditions qui peuvent déclencher des changements
de comportements. L’apprentissage va alors consisterà chercher sous quelles conditions provoquer le lan-
cement d’un comportement donné.

On vient en fait de d́ecrire les actions (comportements) et les observations (conditions) d’un problème
comparablèa un POMDP. C’est dans la partie “récompenses” que se trouve le deuxième point important de
ces travaux. Si l’on retrouve les habituelles récompenses ponctuelles (pour une bonne ou une mauvaise ac-
tion), une id́ee suppĺementaire est de donner une mesure de progression pour certains critères. Un exemple
est la distancèa un obstacle qui peutêtre consid́eŕee comme une récompense ńegative alors qu’il s’agit de
ce que l’on vient d’appeler une “mesure de progression”.

Le fait d’utiliser des comportements préd́efinis et d’avoir des ŕecompenses très pŕeciśement d́efinies
pour le probl̀eme pośe font que cette approche est assez spécifique et donc pas aussi géńerique que la
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notion d’apprentissage par renforcement pourrait le laisser penser. Toutefois, il faut voir que l’on s’attaque
ici à un travail dans des conditions réelles, et non sur simulateur comme c’est souvent le cas.

3.2 Quelques points de vue th́eoriques

Dans les travaux th́eoriques, on peut distinguer ceux qui permettent une analyse de la conception de
syst̀emes multi-agents par apprentissage, et ceux qui proposent des solutions adaptéesà au moins certains
cas. Nous allons commencer ici par ces premiers travaux “d’analyse”.

Jeux de Markov à somme nulle [Lit94]

Pour revenir donc̀a des approches plus théoriques, le premier exemple que nous donnons ici est un cas
assez particulier, mais dont l’étude permet de bien comprendre les situations de conflits quand des agents
ont des motivations concurrentes. C’est Littman qui propose dans [Lit94] d’utiliser les jeux de Markov
dans des situations où deux agents sont en complète opposition (le gain de l’un est la perte de l’autre).

L’id ée consid́eŕee part de l’hypoth̀ese que l’agent dont on prend le point de vue connaı̂t tout : le mod̀ele
du monde, ainsi que les récompenses de l’autre agent commeévidemment les siennes. Seul le comporte-
ment de son adversaire lui est inconnu. La théorie des jeux de Markov, parfois appelés jeux stochastiques
[Owe82], permet alors de chercher le meilleur comportementà adopter sachant que l’adversaire a des
motivations strictement contraires1.

Un algorithme sṕecifiqueà ce cadre est minimax-Q. Il est comparable auQ-learning, mais combine les
points de vue opposés des deux joueurs, d’où la pŕesence d’unmin et d’unmax dans l’algorithme. Il faut
noter que l’on suppose ici l’adversaire le plus intelligent possible. Si au contraire on ne fait pas d’hypothèse
sur le jeu de l’adversaire, on peut apprendre avec un simpleQ-learningà utiliser ses d́efauts (en supposant
que sa politique est toujours la même). Ainsi, un gardien de but sera plus efficace s’il se rend compte que
le buteur auquel il fait face a une large préférence pour le ĉoté droit du but.

Mais les jeux de Markov ont donné lieuà d’autres d́eveloppement comme nous allons le voir mainte-
nant.

Jeux de Markov à somme non nulle [HW98a][HW98b]

Des travaux tels que ceux présent́es dans [HW98a] et [HW98b] sont partis de la même approche “jeux
de Markov”, mais dans un cas plus orienté “multi-agents”. Il s’agit en effet de considérern agents (pas
nécessairement2), chacun ayant ses propres gains (indépendants des gains des autres agents,à la différence
des jeux̀a somme nulle)2. On adopte donc le point de vue d’un agent qui chercheà maximiser ses gains en
consid́erant que ses congéǹeres font de m̂eme.

Le but est d’atteindre unpoint fixedu syst̀eme, c’est̀a dire une situation d’équilibre dans laquelle aucun
agent ne peut aḿeliorer ses ŕesultats sans que les autres changent aussi de comportement. Les agents vont
devoir tomber d’accord sur le point fixe (appelé “équilibre de Nash”)̀a atteindre, et ce, sans communication.

Un agent a le choix entre deux voies s’il fait de l’apprentissage par renforcement :
– soit il ne distingue pas les autres agents de l’environnement (on parlera d’agent simplementcomṕetitif),
– soit au contraire il les distingue, mais cela nécessite de modéliser ces autres agents.

Une premìere possibilit́e, si l’on mod́elise explicitement un autre agent, est d’apprendre son comportement
par l’observation (on parle de modélisation de niveau0). Un niveau de mod́elisation suṕerieure est de
consid́erer que cet autre agent est compétitif (on dira alors adopter un niveau1 de mod́elisation). Ensuite,
on peut d́efinir par ŕecurrence un niveaun ≥ 2 de mod́elisation comme une situation où un agent consid̀ere
son conǵeǹere comméetant de niveaun− 1.

Note : En fait chaque agent fait une hypothèse sur les autres. Très facilement on va se trouver dans des
situations òu nécessairement l’un des deux agents se trompe. Prenons l’exemple de deux agents, le premier
étant de niveau2. Soit il se trompe, soit effectivement le second est de niveau1, auquel cas c’est ce dernier
qui se trompe.

1Les jeux stochastiques sont plus géńeraux, mais nous nous limiteronsà ce cas des jeux̀a deux joueurs et dits “à somme nulle”.
2Attention : on se place ici dans un jeu réṕet́e, c’està dire un syst̀emeà un seuĺetat.
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Les travaux de Hu et Wellman mettent l’idée de “mod́elisation de l’autre” en application dans un
probl̀eme simple de marché boursier, donc non coopératif. En comparant différentes situations dans leur
syst̀emeà quatre agents apparaı̂t le fait qu’une mod́elisation mal faite est bien pire qu’une absence de
mod́elisation. L’id́ee de ḿeta-raisonnement sous-jacente dans cette approche est intéressante, mais deman-
derait peut-̂etre une analyse dans un cadre clairement coopératif.

De manìere ǵeńerale, l’utilisation de jeux de Markov pose problème dans la mesure où elle requiert
la connaissance du modèle de l’environnement, et une observation complète de l’environnement. Les cas
pratiques ne supportent pas de telles hypothèses, autant pour des raisons de puissance de calcul que de
connaissances a priori ou de capacités des capteurs.

MMDP [Bou96][Bou99]

Une formalisation aussi théorique mais plus proche de réalisations possibles est celle présent́ee dans
[Bou96][Bou99]. Pour replacer les MDPs dans un cadre multi-agents, Boutilier définit la notion de MMDP
(Processus de D́ecision Markovien Multi-agents). Il s’agit d’un uplet〈S, α, {Ai}i∈α, P r,R〉, où : S etα
sont des ensembles finis d’états et d’agents, respectivement ;Ai est un ensemble fini d’actions possibles
pour l’agenti ; Pr : S ×A1 ×A2 × . . . An × S → [0, 1] est une fonction de transition ; etR : S → R est
une fonction de ŕecompensèa valeurs ŕeelles. Si on compare cette définitionà celle d’un MDP, la principale
diff érence ŕeside dans la distinction des actions desn agents (dont la réunion est appeléeaction jointe).

On est l̀a dans un cadre multi-agents complètement cooṕeratif, au point que la récompense reçue de
l’environnement̀a un instant donńe est la m̂eme pour tous. Cette mise en commun de la récompense est en
fait le moyen d’̂etre ŝur que tous les agents cherchentà agir pour atteindre un but commun : des récompenses
propres̀a chacun peuventà l’inverse provoquer des conflits locaux qui nuisentà une cooṕeration compl̀ete.
Toutefois, cette ŕecompense partagée confronte chaque agent d’un MMDPà un probl̀eme d́elicat : quelle a
ét́e sa contribution dans l’obtention de cette récompense ?

La premìere restriction qui apparaisse dans les MMDPs (Multiagent Markov Decision Processes) est
que l’on suppose une observation totale de l’environnement : chaque agent sait exactement l’état actuel du
syst̀eme dont lui et ses congéǹeres font partie. Mais cette simplification du problème permet de concentrer
l’attention sur seulement certaines difficultés de la cooṕeration.

Entre agents qui coopérent, les actions délicates sont les coordinations, c’està dire les actions “de
groupe”, meńees conjointement par plusieurs agents ayant chacun un rôle sṕecifique. Boutilier distingue
parmi les ŕeponses possiblesà ces probl̀emes de coordinations : la communication (pour s’entendre sur la
répartition des r̂oles), les conventions (ou lois sociales, qui définissent des règles de ŕesolution de conflit3),
et enfin l’apprentissage de politiques coordonnées.

On peut noter que l’id́ee de la communication peutêtre consid́eŕee comme un simple déplacement du
probl̀eme : “Comment́echanger des messages ?” est aussi un problème de coordination (Qui doit parler
le premier ?). D’autre part, distinguer conventions et apprentissage revientà distinguer une “loi sociale”
fournieà l’avance et une “loi sociale” apprise par essais-erreurs.

Le formalisme des MMDPs permet néanmoins d’appréhender certaines difficultés líees aux SMAs
mais, comme c’́etait d́ejà le cas avec les jeux de Markov vus préćedemment en section 3.2, il ne conduit
pas pour l’instant̀a une solution convaincante.

DEC-POMDP [BZI00]

Une troisìeme formalisation qui s’approche toujours plus de situations réelles est celle des DEC-
POMDPs (DECentralized-POMDPs) décrite dans [BZI00]. Sans entrer dans trop de détails, la principale
diff érence avec les MMDPs déjà pŕesent́es en 3.2 est qu’un agent n’a accès qu’̀a une observation partielle
(et personnelle) de l’état du syst̀eme. Notons que la récompense reçue est toujours communeà tous les
agents, comme c’était d́ejà le cas pour les MMDPs.

La contribution de [BZI00] est de préciser la complexit́e de la recherche d’un DEC-POMDP optimal.
En effet un ŕesultat principal est le premier théor̀eme de l’article :

3Ici le conflit porte sur le r̂ole de chacun.
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Le probl̀eme de d́ecision pour un DEC-POMDP̀a horizon fini avecm ≥ 2 agents est NEXP-
complet.

La difficulté apparente de la conception d’un SMA coopératif est ainsi clairement confirḿee. Il faut no-
ter qu’une diff́erence avec notre cadre de travail est que nos agents ont des récompenses indépendantes,
puisque líeesà des perceptions locales, ce qui ne simplifie la tâche en aucune manière.

3.3 Approches th́eoriques proposant des ḿethodes

La théorie permet heureusement aussi de mettre au point des méthodes comme les trois suivantes.

COIN [TW00][WWT99]

Pour en venir̀a des travaux proposant des méthodes pour aḿeliorer la conception de systèmes multi-
agents, un premier exemple est le cadre des COIN (COllective INtelligence) présent́e, en m̂eme temps
qu’un algorithme, dans [TW00] et [WWT99].

Un COIN est un système multi-agents sans communication ni commande centralisée, et pour lequel une
fonction d’utilité “du monde” est d́efinie (donc communèa tout le groupe d’agent, comme pour les MMDP
et POMDP en section 3.2). L’id́ee de Tumer et Wolpert est de faire en sorte que cette utilité commune
soit d́ecomposable en utilités propres̀a chaque agent (tous ne pouvant avoir accèsà l’utilit é commune), de
façonà ce que les variations des utilités de chacun am̀enent les m̂emes variations̀a l’utilit é commune.

Ce principe assure que l’amélioration de la politique de chaque agent mèneà une aḿelioration globale
du comportement de groupe. On peut ainsiêtre certain d’atteindre un optimum au niveau du groupe tout en
n’étant pas obliǵe d’avoir une ŕecompense communeà tous (ce qui requiert une centralisation). Néanmoins,
la mise en application présent́ee dans [TW00] ne concerne qu’un problème d’optimisation de routage, et
ne dit ni dans quels cas on pourra mettre en œuvre cette méthode, ni comment.

C’est dans [WWT99] que l’on peut trouver une discussion sur les problèmes dans lesquels on peut
appliquer la “ḿethode COIN”. Le point auquel Wolpert et Tumer en sont arrivés est, pour ŕesumer leur
résultat, qu’une condition suffisante est que le système multi-agents puissêetre d́ecompośe en syst̀emes
multi-agents ind́ependants. Sauf nouveaux résultats, il ne semble donc pas encoreévident de pouvoir auto-
matiser la conception de COINs.

Empathie [CSC02]

Dans les algorithmes d’apprentissage par renforcement, nous n’avons pas encore parlé des algorithmes
dits “de planification”. Cette omission s’explique, dans le cadre multi-agents, parce qu’une co-évolution de
tous les agents (un apprentissage simultané) semble ńecessaire : un agent ne peut faire de planification s’il
ne sait pas comment ses congéǹeres vont se comporter.

Comme la planification s’av̀ere souvent plus efficace qu’un apprentissage en ligne, des travaux s’intéressent
à la rendre possible dans un cadre multi-agents. Ainsi, [CSC02] propose une méthode qui pallie le besoin de
co-́evolution. L’idée propośee “d’empathie”4 est que, tous les agents effectuant les mêmes raisonnements
(les m̂emes calculs), ils peuvent les faire en connaissance du comportement de leurs congéǹeres.

La méthode propośee commence avec des agents ayant tous un même comportement par défaut au
départ. Ainsi, un quelconque agent peut planifier “son” comportement en connaissant le comportement
(par d́efaut inchanǵe) des autres agents. Chaque agent effectuant le même calcul, tous adopteront la même
nouvelle politique obtenue et sauront qu’elle est adoptée par chacun. On peut alors itérer le proćed́e de
planification en connaissance du comportement commun de tous.

Cette id́ee d’exploiter une empathie des agents est rendue possible par la planification dont le résultat
ne d́epend pas d’exṕeriences comme dans les algorithmes en ligne. Par contre, il faut avoir connaissance
du mod̀ele de l’environnement pour pouvoir mettre en œuvre des algorithmes de planification, ce qui n’est
que rarement le cas.

4Empathie : Capacité de se mettrèa la place de l’autre et de ressentir ses sentiments et sesémotions.
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Communication [XLZ00]

Comme nous l’avons vu préćedemment en 3.2, le formalisme des MMDP a permis de mettre en
évidence le problème clef de la coordination d’un groupe d’agents. La communication entre agents dis-
cut́ee dans [XLZ00] est l’un des trois moyens suggéŕes pour y ŕepondre.

Une premìere remarque que l’on doit faire sur le terme de communication, est que l’on entend ici qu’elle
est intentionnelle et directe. En effet d’autres phénom̀enes font apparaı̂tre une forme de communication
indirecteà travers l’environnement. On peut donner l’exemple classique des phéromones d́epośees par des
fourmis et qui leur servent de guide (voir [DG97] par exemple).

Il n’est pasévident de savoir si une communication est directe ou intentionnelle. Ainsi, si des agents
“prédateurs” doivent encercler une proie, la position de chacun indique aux autres où aller. On pourrait ima-
giner qu’un pŕedateur marque clairement qu’il va aller d’un certain côté de la proie pour inciter les autresà
agir en conśequence. On peut définir ici une “communication” comméetant simplement un ensemble d’in-
teractions (actions et perceptions) mettant en relation des agents, mais sans influence sur l’environnement.

Pour en venir au travail d́ecrit dans [XLZ00], la communication n’y est pas présent́ee comme une
action comme une autre. Une phase de communication y est donc distinguée de la phase dite d’action.
Cette communication est considéŕee comme côuteuse, ce qui incitèa n’en user qu’avec parcimonie.

Ce cadréetant fix́e, [XLZ00] ne propose pas d’apprendre par renforcement quand et quoi communiquer,
mais examine deux stratégies assez opposées. Dans les deux cas, un agent transmet l’information de son
état local. Mais l’une des stratégies consistèa communiquer d̀es qu’une ŕevision de plan est suggéŕee (̀a
cause d’unéevolution peu attendue dans le suivi du dit plan). La seconde stratégie, elle, ne communique
qu’en dernier recours, quand il devient indispensable de revoir le plan commun.

L’analyse des deux stratégies sur un exemple de deux agents devant se retrouver sur la même case
montre surtout l’importance de la certitude des actions (actionsà ŕesultat plus ou moins hasardeux), mais
ne permet pas de conclure sur “la” solutionà adopter. Devant ce résultat mitiǵe, introduire de l’apprentis-
sage peut sembler tentant, mais ces nouvelles actions et perceptions conduiraient assez rapidementà une
explosion combinatoire d́eraisonnable. Il ne faut donc pas se lancer dans cette voie sans précautions.

3.4 Bilan

Utiliser l’apprentissage par renforcement pour concevoir des agents coopérants s’av̀ereêtre une t̂ache
très difficile en raison de la très grande taille de l’espace de recherche. Si des méthodes permettent de
simplifier la t̂ache ou d’en aḿeliorer le ŕesultat, elles ńecessitent souvent des choix ou des situations qui ne
sont pas toujours possible. Il reste ainsi beaucoupà faire dans ce domaine.
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Chapitre IV

Travaux dévelopṕes

Ce dernier chapitre présente rapidement les différents travaux conduits jusqu’ici, ainsi que leurs pos-
sibles d́eveloppements. Des articles joints permettent d’avoir une vision plus détaillée de ces travaux.

1 Point de vue adopt́e :

1.1 Apprentissage de politique pour un POMDP sans mod̀ele du monde

Pour ne faire qu’un rapide rappel de ce qui a déjà ét́e dit pŕećedemment, le point de vue qui aét́e
choisi pour concevoir des systèmes multi-agents par apprentissage est de laisser chaque agent apprendre
son comportement de manière autonome (l’approche est donc décentraliśee), tous les agents apprenant
simultańement.

De plus, on s’int́eressèa des agents sans modèle du monde, et n’ayant accès qu’̀a une observation par-
tielle de leur environnement. Le cadre multi-agents incite fortement ces choix puisque l’on va facilement
se trouver dans des environnements avec de nombreux autres congéǹeres dont on connaı̂t mal le compor-
tement.

1.2 Précisions sur nos exemples

Nos travaux ont́et́e mis en application sur différents probl̀emes-jeux : une tâche de fusion de blocs
(détail en 2), le probl̀eme proie-pŕedateur (dans lequel4 agents-pŕedateurs doivent encercler une proie),
et le probl̀eme du tileworld (“monde des tuiles” présent́e en 4.3). Ces trois problèmes ont en commun de
mettre en jeu des agents :

– sitúes dans un environnement discrétiśe (un quadrillage),
– dont les actions possibles correspondentà des d́eplacements (Nord-Ouest-Sud-Est), et
– dont les perceptions indiquent pour un certain nombre d’objets environnants :

+ la direction de cet objet (un point cardinal parmi 4 ou 8), et

+ éventuellement sa distance (par la seule indication “proche” si l’objet est sur l’une des huit cases
qui entourent l’agent, ou “éloigńe” en cas contraire).

2 Apprentissage incŕemental

Un premier probl̀eme-jeu mis en œuvre pendant le DEA demandaità ce que des agents apprennentà
se coordonner pour pousser des blocs l’un contre l’autre et les faire ainsi disparaı̂tre1 (voir figure IV.1). Au
fur et à mesure de la conception est apparue l’idée d’aider l’apprentissage en le rendant progressif, ou plus
préciśementincrémental.

1Ne pas chercher de réalisme dans cet exemple.
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→

FIG. IV.1 – L’action qui donne une récompense aux agents : fusionner deux blocs.

Nous allons voir ici succinctement que le terme “incrémental” prend en fait deux aspects. Ce thème
apparâıt dans [1], [2] et [3]. C’est toutefois ce dernier article ([3]) qui approfondit le mieux ce sujet, utilisant
une mont́ee de gradient au lieu duQ-learning.

2.1 Complexit́e de la t̂ache

Les premìeres tentatives d’apprentissage s’avérant laborieuses, l’id́ee est apparue naturellement de
commencer par des tâches simples puis de compliquer régulìerement les situations dans lesquelles se
trouvent les agents, comme le montre la figure IV.2.

→ →

FIG. IV.2 – Exemple d’́evolution dans la complexité de la t̂ache.

On d́efini un “entrâınement” typeà travers un script disant de quelles situations de départ lancer
l’exécution, pour combien de pas de temps, et combien de fois réṕeter chaque situation. Cette méthode
n’est pas ŕealiste pour tout problème, et s’av̀ere de plus centralisatrice puisqu’une part de la méthode
d’apprentissage est liée au simulateur. Ńeanmoins, certains cas comme celui-ci montrent qu’il n’est pas
raisonnable de vouloir partir de zéroà tout prix et que l’on peut largement béńeficier d’une “supervision”
ext́erieure.

La définition de scripts d’entraı̂nement est un point assez lourd de cet algorithme. Il est toutefois envi-
sageable d’y pallier en l’automatisant, en partant du principe que les premières situations sur lesquelles se
concentrer sont les situations proches du but. Mais cet aspect n’a pasét́e d́evelopṕe pour l’instant et serait
probablement assez délicat.

2.2 Nombre d’agents

La tâche choisie ńecessite l’intervention d’au moins deux agents manipulant au moins deux cubes.
Mais l’utilisation d’un plus grand nombre d’agents autour de plus nombreux cubes nous intéressait. Si
les modifications de l’environnement que sont de tels ajouts d’objets seraient génantes dans un vrai MDP
(ensemble d’́etats toutà fait différent), nos perceptions locales peuvent rester les mêmes. Le choix de
perceptionsadapt́eesà notre ḿethode est d’ailleurs crucial.

Ainsi, on a pu “cloner” des agents conçus dans un cadre[deux agents + deux cubes] , ajouter
des cubes, et laisser les agents continuer leur apprentissage pour qu’ils s’adaptentà la nouvelle situation
(le comportement optimal ne reste pas le même quand on modifie ainsi l’environnement).

Si les comportements tendentà ne plusêtre tr̀es structuŕes quand le nombre d’objets dans l’environ-
nement augmente, il est assez satisfaisant de voir que l’architecture des agents leur permet cette souplesse
d’utilisation. Seuls des cas avec plus de cubes que d’agents ont posé des probl̀emes śerieux, certaines
“situations de jeu”́etant bloquantes.
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3 Int érêt / Attention persistante

Les “situations de jeu” bloquantes dont nous venons de parlerétaient en ǵeńeral provoqúees par un
défaut d’attention. En effet, la localité des perceptions a pour effet que, d’un instantà l’autre, les objets
perçus par l’agent ne sont plus les mêmes, ce qui peut̂etre assimiĺe à un ph́enom̀ene de perte d’attention.
Cette th́ematique a donńe lieu à quelques travaux qui ḿeriteraient d’̂etre approfondis et dont voici une
description.

3.1 01-interet

Comme il faut avoir une attention mesurée, c’està dire équilibŕee entre “changer d’id́ee à chaque
instant” et “toujours se focaliser sur le même probl̀eme”, l’idée est venue d’essayer d’apprendre quand
changer de cibles (d’objets perçus).

Quelques essais furent ainsi menés, soit en ajoutant aux actions de déplacement habituelles une ac-
tion changer de cible, soit en ajoutant au contrôleur de base appris par l’agent (celui qui gère donc les
déplacements) un contrôleur d’attention qui apprend quand changer de cible. Une remarque importante est
qu’ici, quand onchange de cible, c’est pour choisir la cible[1 agent et 2 cubes] la plus proche.
Les quelques exṕerimentations meńees ne furent pas très concluantes, et ce n’est que plus tard avec un
projet d’́elèves que le th̀eme de l’attention áet́e repris sous une autre forme.

3.2 projet-Esiaux

Le projet d’initiationà la recherche proposé part du m̂eme principe que nos agents peuvent nettement
béńeficier d’une persistance de leur attention, mais prend une forme différente.

Le principe est ici aussi d’ajouter un contrôleur de l’attention, mais dont le choix de la nouvelle cible
est fait en fonction de sonutilit é. En effetà chaque cible possible est associée une perception, et l’agent sait
de par son apprentissage associer une utilité à chaque perception. On peut ainsi choisir la nouvelle cible en
donnant plus de chances aux cibles de plus grandes utilités.

Dans les d́eveloppements de ce projets, l’intervalle de temps entre changements de ciblesétait fixé par
l’expérimentateur. Il s’est av́eŕe que les meilleurs résultats sont obtenus en remettant en cause la cibleà
chaque pas de temps (sur le problème choisi du moins).

Cette th́ematique offre diverses possibilités de d́eveloppements et d’études encorèa mener. Une re-
marque que l’on peut faire sur cette notion d’attention est qu’elle se rapproche de l’idée de ḿemoire
contextuelle, et̀a des travaux tels que ceux de [Dut00] et [McC95a].

4 Décomposition d’un comportement en comportementśelémentaires

Comme on vient de l’́evoquer en d́ecrivant le projet d’́elèves, choisir la “cible” de l’attention de l’agent
en fonction d’une mesure d’utilité s’av̀ereêtre une bonne heuristique utilisable avec tout POMDP tel que le
notre. Mais cette mesure peut servirà de plus vastes fins qu’un simple choix entre deux cibles potentielles,
comme le montrent les travaux en cours présent́es ci-dessous.

4.1 La problématique

En fait, un probl̀eme qui nous est apparu est qu’un agent (tel qu’un robot mobile) se retrouve facilement
faceà un environnement complexe, donc posant de très grandes difficultés, alors que cette complexité n’est
souvent que le résultat d’une combinaison de situations relativement simples.

L’id ée est alors venue de chercher dans lasc̀eneperçue par l’agent quelles sont les situations simples
qui la composent, quels comportements de base ces situations appellent, et enfin comment recombiner ces
comportements en un comportement “complexe”.
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4.2 Méthode propośee

Un premier point, loin d’̂etre ŕesolu, est pour l’agent de trouver quelles motivations de base le guident
dans son monde, et donc quels comportements de base distinguer. Pour l’instant, cette tâche est celle de
l’humain qui d́efinit ces comportements de baseà la fois par les ŕecompenses et le type de configurations2

assocíes. Ceci permet d’apprendreà la fois les politiques associéesà ces comportements par la méthode de
mont́ee de gradient, et les tables deQ-valeurs associées (dont nous verrons l’usage ci-après).

L’agentétant ainsi pŕepaŕe, il lui faut trouver dans la scène qu’il perçoit les configurations correspondant
à ses comportements possibles. Un point délicat est alors de recombiner les politiques utiles. Des combi-
naisons lińeaires ont́et́e essaýees (voir [4], [5] et surtout [6]), en donnant aux politiques des pondérations
dépendant desQ-valeurs (qui repŕesentent une espérance de gain), et de coefficients appris (un par com-
portement). On obtient d’assez bon résultats sur le problème-jeu pŕesent́e ci-apr̀es (section 4.3).

4.3 Exemple du monde des tuiles

Nous allons illustrer la ḿethode propośeeà l’aide du “tileworld” (monde des tuiles), problème-jeu dont
on rencontre un certain nombre de variantes. Dans notre cas, il s’agit d’un environnement bidimensionnel
quadrilĺe dans lequel se déplace un agent (voire plusieurs au besoin) et se trouvent des tuiles et des trous.
Le but de l’agent est de pousser les tuiles dans les trous tout enévitant de tomber dans ces derniers.

O2

agent

O1

O3

O2

O2 O3

O2

O1

trou tuiles

+

+

=?

FIG. IV.3 – Ici, un agent dans une situation “complexe” décomposable en 3 configurations simples.

La figure IV.3 montre un cas dans lequel l’agent peut reconnaı̂tre trois configurations, dont une in-
cite à éviter le trou perçu, et les deux autres suggèrent de pousser une tuile dans ce trou. On a ainsi
trois comportements possibles, associées chacunèa quatre probabilit́es (d́efinissant la politiquèa suivre) et
quatreQ-valeurs (une probabilité et uneQ-valeur pour chaque action, c’està dire pour chaque direction de
déplacement possible).

Les différentes ḿethodes “additives” possibles pour recombiner les comportements de base en un com-
portement complexe visent en géńeral à calculer quatre nouvelles probabilités de choix des actions pos-
sibles. Sans entrer dans le détail, la probabilit́e d’aller au Nord peut̂etre la somme des probabilités de
choisir cette m̂eme action (du point de vue de chacun des trois comportements de base), pondéŕees par
l’exponentiel de laQ-valeur associée :

P (Nord) =
∑

c∈Comportements
eQc(Nord) ∗ Pc(Nord)

4.4 Travaux à venir

Une approche multiplicative et non plus additive a aussiét́e suivie, donnant avec moins d’efforts de
mise au point un comportement complexe plus efficace. Cela nous a incité à distinguer les relations pos-
sibles entre comportements : motivations incompatibles (s’excluant mutuellement), additives... Les travaux
à venir s’orientent dans cette direction. Si cette problématique n’est pas préciśement multi-agents, elle

2On appelleconfigurationun ensemble d’objets de la scène, comme on parlait auparavant decibles.
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se justifie clairement tant les environnements “complexes” de cette forme sont courants en présence de
groupes d’agents. De plus, l’utilisation de configurations pourrait permettre une communication efficace
entre agents (par désignation).
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Annexe A

Rapport sur le Comité de Th̀ese
d’Olivier Buffet
(par Alain Dutech)

Avec les participations actives de :
– Fŕed́eric Alexandre, DR INRIA, Equipe Cortex, LORIA, Nancy
– François Charpillet, DR INRIA, Equipe Maia, LORIA, Nancy
– Alain Dutech CR INRIA, Equipe Maia, LORIA, Nancy
– Fŕed́eric Garcia, CR̀a l’INRA, Dept. BIA, Toulouse
– Manuel Samuelides, Professeurà l’ENSAE, Toulouse
– Olivier Sigaud, MdC LIP6, Paris

(Claude Kirchner, DR INRIA au Loria, ayantét́e excuśe).
Quand c’est possible, des remarques liéesà des points pŕecis de la pŕesentation d’Olivier sont associées

au nuḿero du transparent concerné entre parenth̀eses, comme ceci : (n)1.

1 Remarques ǵenérales

Après un an et demi de thèse, la première impression qui se dégage du travail d’Olivier est globalement
très positive. D’une part, l’orientation donnée par Olivier̀a ses recherches est intéressante et am̀eneà des
résultats exṕerimentaux conśequents, d’autre part ces résultats sont valid́es et appuýes par des publications
de tr̀es bon niveau. On ne peut apprécier le śerieux du travail, aussi bien en qualité qu’en quantit́e, ce qui
se traduit par une bonne connaissance et une bonne appréhension du domainéetudíe.

Cette connaissance n’est pas toujours bien mise en valeur dans le rapport et la présentation faite par
Olivier. En particulier, et nous y reviendrons par la suite, le choix fait de présenter l’apprentissage par ren-
forcement avant les systèmes multi-agents ne semble pas pertinent. C’est en effet un défi que de vouloir
présenter d’une manière concise et compréhensible un sujet aussi vaste que l’apprentissage par renfor-
cement. Des raccourcis et des imprécisions sont alors ińevitables. L’approche suggéŕee est de d’abord
s’intéresser aux systèmes multi-agents, et plus préciśement au sous-ensemble de ces systèmes qui seront
étudíes dans la th̀ese pour en d́efinir les caract́eristiques, ce qui permettra par la suite de restreindre l’étude
sur l’apprentissage par renforcement et de la rendre plus adaptée et plus claire.

D’ailleurs, si le travail d’Olivier peut se prolonger dans plusieurs directions différentes, il faudra sans
doute n’en choisir qu’une pourêtreà même de l’explorer le plus complètement possible. Parmi les direc-
tions possibles,̀a savoir,

– Politiques sans-ḿemoire et POMDP: outre des questions sur la mesure et l’optimalité (possible ou
non) de telles politiques, l’intér̂et se porterait aussi et surtout sur les algorithmes pouvantêtre mis en

1Note d’Olivier : Hélas, les transparents sont sépaŕes de ce document
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œuvre (gradient, Q-Learning modifié, Monte-Carlo, etc). Une avancée th́eoriqueétantévidemment
un plus significatif.

– Apprentissage incŕemental: Replacer les travaux d’Olivier dans la/les communauté(s) et s’inspirer
d’autres travaux pour aller encore plus loin. La question essentielle qui se pose ici est de savoir com-
ment un agent peut lui-m̂eme organiser (pour lui ou pour un autre) les “étapes” de l’apprentissage.
Quels seraient les liens avec la psychologie développementale, l’apprentissage par imitation, etc...

– Combinaison de comportements “primaires”: il faut là aussi mieux situer ces travaux dans la com-
munaut́e, il peut en particulier s’av́erer important de les comparer (théoriquement et exṕerimentalement)
avec des travaux similaires. Le point clé de cette direction de recherche est la façon dont sont com-
binées les actions des différentes politiques primaires, et les travaux préliminaires d’Olivier en ce sont
sont plus qu’encourageants. Une autre question essentielle, mais qui peutéventuellement s’av́erer
trop complexe et avec trop de ramification pourêtre śerieusement abordée dans cette deuxième moitíe
de th̀ese, concerne la détection et l’́elaboration par l’agent de ces comportements primaires.

il semble que les travaux sur la combinaison de comportements sont les plus originaux et les plus intéressants.
C’est donc dans cette direction qu’Olivier est encouragé à continuer.

La suite de ce rapport apporte des remarques et des suggestions plus détaillées et plus sṕecifiques,
notamment en ce qui concerne l’apprentissage par renforcement, les systèmes multi-agents, l’apprentissage
incrémental et la combinaison de comportements.

2 Apprentissage

Malgré un effort conśequent pour pŕesenter le principe de l’apprentissage par renforcement (RL) par
le biais du formalisme des Processus Décisionnels de Markov (MDP) en long et en large, cette partie
manque en fait de profondeur, parfois de rigueur, et finalement ne fait pas entièrement le tour de la question.
C’est bien normal puisque cette partie pourrait faire l’objet d’une thèseà part entìere. La proposition
mentionńee auparavant de présenter d’abord les SMA puis les aspects du RL adaptésà la probĺematique
devrait ŕesoudre ce problème en grande partie. C’est d’autant plus vrai qu’Olivier a montré qu’il avait
suffisamment de recul et de réflexion sur ce domaine de l’apprentissage par renforcement.

Pour aller plus dans les détails, certains points sont cependantà revoir.
Pour illustrer les formalismes et les algorithmes, il serait sans doute plus judicieux de choisir un

exemple et de le garder,éventuellement en le développant, tout au long de cette partie sur RL. En plus,
l’exemple du feu rouge (12) n’a pas vraiment convaincu.

En ce qui concerne le Q-Learning, il faut sans doute expliquer que dans sa version classique il n’y a
pas “co-́evolution” mais au contraire d’abord une phase d’exploration (à l’aide d’une strat́egie) puis ensuite
seulement exploitation. C’est dans la version “Boltzmannienne” du Q-Learning, qu’il faudrait sans doute
expliciter un peu plus, que cette notion de co-évolution est pŕesente. Comme la co-évolution, ainsi que les
politiques stochastiques, sont d’un intér̂et particulier quand on veut traiter un POMDP comme si c’était un
MDP, ces notions seront plus facilesà d́evelopper une fois le cadre applicatif (c-à-d le SMA) bien expośe.
Enfin, mais ce n’est pas forcément possible de tout faire, il serait intéressant de tester le Q-Learning de
Boltzmann sur un exemple simple pour mieux comprendre son comportement, l’influence des paramètres,
de la d́ecroissance de la température, deTmin, etc.

L’algorithme du gradient de Baxter a lui aussi suscité int́er̂et et commentaires (oscillation, extremum
locaux...), prouvant qu’il pourrait̂etre un sujet de th̀eseà lui tout seul. D’une part, il faudrait l’expliquer
avec plus de d́etails et, comme avec le Q-Learning de Boltzmann, essayer de mieux le cerner en le testant
sur des exemples pluśelémentaires. Il n’a paśet́e facile de ŕepondreà la question : “Pourquoicesdeux
algorithmes ?”. Et pourquoi ne pas utiliser REINFORCE ou un algorithme inspiré qui serait plus simplèa
mâıtriser et comprendre ?

Il reste enfin quelques détails :
– La figure du transparent (9) n’est pas très conventionnelle, elle est alors un peu difficileà appŕehender.
– La différence entre la planification et l’apprentissage par renforcement (10), il semble préférable de

dire qu’il y a RL quand on s’appuie sur l’expérience.
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3 Syst̀emes Multi-Agents (SMA)

Dans le manuscrit final, cette partie pourrait trouver sa place avant de parler d’apprentissage par ren-
forcement afin de restreindre le champ d’étude de ce dernier. Dans cette optique, il faudrait s’attacherà
décrire quelle partie des SMA seraétudíee et de pŕeciser s’il y a comṕetition, coordination, collaboration,
etc. Le probl̀eme de la ŕecompense du système (globale, d́ecentraliśee, accessiblèa un agent ou ńecessitant
un agent observateur) est crucial et devraêtre abord́e avec plus de rigueur. Une question qui aét́e soulev́ee
concerne la prise en compte d’agents qui pourraient se sacrifier au groupe, et qui ne maximiseraient pas
une ŕecompense locale “naı̈ve”.

D’un point de vue bibliographique, il ne faut pas oublier que leséconomisteśetudient depuis as-
sez longtemps des domaines qui paraissent connexes : jeux markoviens,équilibre de Nash,́economie
évolutionnaire.

Une remarque concerne plus spécifiquement le mod̀ele choisi, c’est-̀a-dire un ensemble d’agents ho-
mog̀enes qui peuvent néanmoins apprendre des politiques différentes en fonction de leur expérience. Dans
ce cadre, pourquoi ne pasétudier ce qu’apporte l’échange de politiques, ou de morceaux de politiques,
entre les agents ? En tout cas, cela pose des questions intéressantes pour savoir si une politique est efficace
en tant que telle ou plutôt parce qu’elle est utiliśee conjointement̀a d’autre politiques (les autres agents).

En ce qui concerne le modèle sous jacent qui correspond au problème pośe dans le cadre de l’appren-
tissage (transparent 16), les causes de la perte de stationnarité du probl̀eme de d́ecision sont̀a revoir. Elle
est cauśee en fait, mea culpa, uniquement par les autres agents qui changent eux-aussi leur politique.

Dans le domaine des détails :
– Transparent (17), ne pas mettre la communication et la mémoire sur le m̂eme plan. La ḿemoire est

en fait une ḿemoireà l’exécution,à différencier de la ḿemoire utiliśee pour ḿemoriser la politique.

4 Méthode incŕementale

En ce qui concerne cette partie, trois aspects ontét́e soulev́es. Le premier concerne les méthodes exis-
tantes dont il semble que ni le rapport ni la présentation ne fassent mention. En particulier, le problème de
l’apprentissage avec aide a déjà fait l’objet de plusieurśetudes. Olivier Sigaud a mentionné quelques tra-
vaux sur “apprendrèa faire du v́elo”, l’apprentissage progressif de Mataric. Plus récemment, Arnaud Revel
de Cergy áevoqúe des travaux en collaboration avec une psychologue sur une approche développementale
de l’apprentissage (revel@ensea.fr).

D’autre part, le contexte des simulations devraitêtre mieux explicit́e. Par exemple, est-ce que tous les
agents jaunes sont initialisés avec une politique d’agent jaune ou reprend-on une et une seule politique ? Il
faut aussi mieux expliquer pourquoi, quand de nombreux agents sont présents, ils ont besoin de “moins”
apprendre pour arriver aux mêmes performances (effet de saturation de l’environnement).

Enfin, les perceptions des agents ont soulevé de nombreux commentaires. Dans l’état actuel elles ne
paraissent pas plausibles, ou en tout cas pas exactement locales. Est-ce vrai ? Et si on utilisait une percep-
tion plus locale (au moins spatialement) quelle serait l’influence sur les performances du système. Plus
géńeralement, quel est le biais induit par les perceptions choisies ?

Dans le domaine des détails et des questions plus spécifiques :
– Les courbes (25) devraient plutôt être des moyennes car le “lissage” est trompeur et pas forcément

mâıtrisé.
– Dans les courbes de (28), est-ce un hasard si la fin de la courbe “8a8c from scratch” està la m̂eme

valeur que le d́ebut de la courbe “8a8c from 2a2c” ou est-ce explicable ?
– Transparent (30) : il ne faut pas forcément associer déterministe et Q-Learning, ni stochastique et

gradient.

5 Décomposition du comportement, de la sc̀ene

Les travaux connexes dans le domaines sont assez nombreux, et l’étude bibliographique qui en áet́e
faite n’apparâıt pas vraiment ni dans le rapport ni dans la présentation. Elle gagneraità être compĺet́ee par
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la lecture des travaux de Wiering, Parr, Sun, Preccup, Toby Tyrrell, JP Muller. Une synthèse/analyse de
l’ état de l’art sous la forme d’une “grille de lecture” serait un atout considérable.

L’apport essentiel de cette partie concerneévidemment la combinaison de plusieurs politiques en une
seule, plus complexe. Les différentes ḿethodes emploýees (voir (48) et (51)) devraientêtre plus explicit́ees,
notamment en ce qui concerne ce qu’elles apportent et ce qu’on en attendait. Plus spécifiquement la formule
additive (51), outre un petit problème de normalisation, pose un problème pour les actions liéesà un fort
Q négatif (et donc une actioǹa éviter) qui va ainsi renforcer la probabilité d’une action qui conduit̀a une
récompense ńegative. M̂eme si en fait cette probabilité est proche de 0, il paraı̂t bizarre, intuitivement, de
la renforcer et donc Olivier devra mieux montrer en quoi ces formulations sont pertinentes. Enfin, plus
globalement et comme cela est indiqué dans les perspectives, un travail important et fort intéressant est
sans doutèa faire sur l’́etude des diff́erentes façons de combiner des comportements.

Pour rester dans le m̂eme cadre, il semble qu’il existe des travaux connexes en théorie des jeux, sur
des optimisation multi-crit̀eres que l’on pourrait aussi voir comme une combinaison de plusieurs influence.
Cela concerne les “fronts de Pareto” et cette piste, bien qu’assez floue, resteà explorer.

Dans le domaine des détails et des questions plus spécifiques :
– Il faut tester les nouvelles formules (51) sur le problème proie-pŕedateurs.
– Est-il possible de trouver la “vraie” solution optimale pour le problèmeévoqúe lors du transparent

(52) ?
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